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1 Einleitung 

1.1 Problemstellung 

Die Fürsprecher sehen in ihm keine klassische Geldanlage, sondern vielmehr ein 

Vehikel zur Dezentralisierung des Geld- sowie Finanzsystems: Als zukünftiges globales 

Wertaufbewahrungs- und digitales Zahlungsmittel substituiere es die zentral gesteuerte 

Geld- und Währungspolitik, mache Finanzintermediäre obsolet und erhöhe den Anreiz 

für langfristiges Sparen durch die Vermeidung der Folgen expansiver Geldpolitik. 

Hierdurch ermögliche es auch benachteiligten Akteuren und Bevölkerungsgruppen am 

weltweiten Zahlungsverkehr teilzunehmen und unabhängig regionaler 

Rahmenbedingungen sowie staatlicher Interessen zensurresistent eigenständig 

Finanzgeschäfte vorzunehmen. Demgegenüber sehen die Kritiker in ihm die 

Charakteristika eines Schneeballsystems, welches eine auf den Schlagworten 

ĂBlockchainñ und ĂKryptoñ begr¿ndete Spekulationsblase ohne intrinsischen Wert 

gebildet habe und insbesondere für Kleinanleger den Totalverlust ihrer Investitionen 

bedeuten könne. Gewinner dieses Ökosystems seien einzig Frühinvestoren und Trader, 

welche durch gezielte Marktmanipulationen ï etwa Pump-and-Dump-Phasen1 ï 

exorbitante Renditen auf Kosten der Kleinanleger realisieren können: Die Polarisierung 

in den Diskursen über die Potenziale, den Mehrwert und den Risiken des Bitcoin (BTC) 

Netzwerks ist in den betreffenden Themengebieten der Geld- und Finanztheorie, 

Kapitalanlage, Ökonomie sowie Informationstechnik und Ökologie erheblich. 

Ausgangspunkt der angeführten Sichtweisen stellt hierbei die historische 

Kursentwicklung von BTC dar. Die nachfolgende Tabelle vergleicht hierzu die Jahres- 

sowie Durchschnittsrendite einer BTC-Investition mit alternativen Anlageklassen. Die 

Wertentwicklung von BTC übertrifft hierbei alle anderen Vermögenswerte deutlich.  

 
1 Form der Marktmanipulation, bei der mittels der gezielten Verbreitung falscher positiven 
Informationen eine künstliche Werterhöhung von Assets initiiert wird (Pump), um diese entsprechend 
gewinnbringend zu verkaufen (Dump), siehe: https://www.ing.de/wissen/pump-and-dump/ 

https://www.ing.de/wissen/pump-and-dump/
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Tabelle 1 ï Renditen von Bitcoin, Gold und S&P 500 Index seit 2011; Quelle: eigene Berechnung nach 
Daten von Glassnode & Yahoo Finance2 

 

 

Neben einer Renditebetrachtung stellt jedoch auch das Risiko einer Geldanlage eine 

wesentliche Komponente dar, um zu berücksichtigen, wie beständig und somit sicher 

abrufbar die finanziellen Erträge über einen bestimmten Zeitraum zu realisieren sind. 

Hierzu zeigt die nachfolgende Abbildung mit mehrfachen Kursrückgängen von über 75% 

auf zwischenzeitliche Höchststände eine enorme Volatilität des BTC-Kurses und dient 

den Skeptikern als Beweis angesprochener Pump-and-Dump-Phasen infolge von 

Spekulationsblasen. 

 
2 Die Renditen sind vorliegend aus den Daten des zugrunde liegenden Datenkorpus berechnet, 
siehe hierzu Kapitel 4.1.1 und 4.1.2. 

Jahr Bitcoin Gold S&P 500

2011 1473% 10% 0%

2012 186% 7% 13%

2013 5318% -28% 30%

2014 -56% -1% 11%

2015 34% -10% -1%

2016 125% 8% 10%

2017 1336% 14% 19%

2018 -73% -2% -6%

2019 92% 19% 29%

2020 303% 25% 16%

2021 60% -3% 27%

2022 -64% 0% -19%

Ø Jahr 148% 2% 10%
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Abbildung 1 ï BTC-Kurseinbrüche im Zeitverlauf, Quelle: glassnode.com3 

 

Eine hieraus resultierende Fragestellung ist, welche Determinanten einen maßgeblichen 

Einfluss auf die Kursentwicklung von BTC ausüben: Folgt die Bewertung fundamentalen 

Entwicklungen des Netzwerks oder liegt eine Entkoppelung vor, so dass der Marktpreis 

wesentlich von Spekulation, Euphorie und weiteren externen Faktoren bestimmt wird?  

Eine Analyse und Identifikation von entsprechenden Kursdeterminanten hat eine 

gewichtige Bedeutung, da BTC mit einer gegenwärtigen Marktkapitalisierung von über 

450 Mrd. US-Dollar4 nicht nur eine relevante Form der Geldanlage im klassischen 

Finanzmarkt darstellt, sondern durch die praktische Adaption des Netzwerks als 

Wertaufbewahrungs- sowie digitales Zahlungsmittel auch vermehrt Einzug in die breite 

Gesellschaft hält. Als ein wesentlicher Meilenstein gilt hierbei die Einführung als 

offizielles Zahlungsmittel in El Salvador parallel zum US-Dollar. Infolge der Entwicklung 

einer staatlich unterstützten Wallet-App zur Zahlungsabwicklung über das BTC-

Lightning Netzwerk sind somit sämtliche Händler und Betriebe in El Salvador 

angehalten, neben US-Dollar auch BTC als Zahlungsoption anzubieten. Entsprechend 

besteht ebenso die Möglichkeit Steuern mit BTC zu zahlen (Republica de El Salvador 

en la America Central, 2021, S. 13 ff.). Nach Schätzungen der el salvadorianischen 

 
3 Aufgrund der wertmäßigen Kursentwicklung wird die wöchentliche BTC-Kursentwicklung auf einer 
logarithmischen Skala abgebildet, wobei die rote Fläche die jeweiligen Kurseinbrüche von den zuvor 
erreichten Allzeithochs visualisieren. Quelle: glassnode.com. 
4 Stand: 01.03.2023, Quelle: coinmarketcap.com. 

https://studio.glassnode.com/metrics?%20zoom=&a=BTC&category=&contractExpiration=1680220800&ema=0&m=market.PriceDrawdownRelative&pScl=log&resolution=1w&s=1282593414&u=1672527599&zoom=
https://coinmarketcap.com/de/currencies/bitcoin/
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Regierung kann die größtenteils von Armut bedrohte Bevölkerung durch die Nutzung 

von BTC jährlich etwa 400 Mio. US-Dollar Kosten an Rimessen infolge des Wegfalls der 

Finanzintermediären einsparen (Sigalos, 2021). Außerdem findet BTC infolge der 

Entwicklung und fortwährenden Adaption des BTC-basierten Lightning 

Zahlungsnetzwerks5 als alternative Zahlungsoption zunehmend globale Verbreitung 

(Bambysheva & Staff, 2022). Neben der Zahlungsfunktion findet BTC auch als 

Beimischung zur Altersvorsorge verstärkt Berücksichtigung, wie aktuelle Daten aus den 

USA belegen: Demnach weisen zur Aufstellung eines diversifizierten Anlageportfolios 

ca. 94% der staatlichen US-amerikanischen Pensionspläne Bestände in 

Kryptowährungen ï mit expliziter Erwähnung von BTC ï auf. Bei Versicherungen sowie 

Vermögensverwaltern sind es knapp 70% (2022 CFA Institute, 2022, S. 18). Ferner 

investieren auch börsennotierte Unternehmen mit und ohne bitcoinnahen 

Geschäftsfeldern gemäß folgender Tabelle in BTC als Assetklasse.  

Tabelle 2 ï BTC-Bestände ausgewählter börsennotierter Unternehmen (Stand Ende 2022); Quelle: SEC 
Filings 20226 

 

 

Weiterhin erhöhen aufgrund steigender Kundennachfrage Fondsanbieter regelmäßig 

das Angebot entsprechender Finanzprodukte, wie etwa BTC Exchange Traded Products 

(ETP) oder Exchange Traded Funds (ETF). In den USA sind hierbei jedoch lediglich 

Future-ETF zugelassen, während Spot ETFs von der United States Securities and 

Exchange Commission (SEC) aus Anlegerschutzgründen noch nicht gestattet wurden7. 

Eine aktuelle Studie von Schwab (Schwab Retirement Plan Services, 2022, S. 1) 

bilanziert darüber hinaus auch bei Privatanlegern eine steigende Akzeptanz von BTC als 

Instrument zur Pensionsabsicherung. Demzufolge planen insgesamt 25% der Befragten 

eine Investition in Kryptowährungen als Sparplan neben dem staatlich aufgesetzten 

 
5 Das Lightning-Netzwerk ist ein Zahlungsnetzwerk, welches als Layer 2-Technologie die BTC-
Blockchain als Settlement-Layer nutzt. Mehr hierzu in Kapitel 2.2.2. 
6 MicroStrategy: (United States Securities and Exchange Commission, 2022b, S. 88); Tesla: (United 
States Securities and Exchange Commission, 2022c, S. 34); Block: (United States Securities and 
Exchange Commission, 2022a, S. 83). Stand der US-Dollar Bewertung vom 01.03.2023. 
7 Siehe das Filing zur aktuellen Ablehnung eines Spot BTC ETF vom Fondsanbieter ARK 
Innovations: www.sec.gov. 

Unternehmen Kürzel BTC Bestand Wert in US-Dollar [mio]

MicroStrategy MSTR 132.500 3.114

Tesla TSLA 9.720 228

Block SQ 8.027 189

https://www.sec.gov/Archives/edgar/data/1869699/000119312521201955/d165184ds1.htm
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401(k)-Plan zur privaten Altersvorsorge. Hierbei ist hervorzuheben, dass die Quote bei 

Befragten der Gen Z (31%) sowie Millenials (35%) deutlicher höher liegt, was die 

Zukunftsrelevanz dieser Assetklasse unterstreicht. Abschließend ist ebenfalls die 

ökonomische wie auch gesellschaftliche Relevanz der bitcoinnahen Industrie zu 

betonen: So erreichen die größten börsennotierten Mining-Unternehmen eine 

Marktkapitalisierung von über 2,5 Mrd. US-Dollar. Zusätzlich sind sowohl entsprechende 

Hardware-Zulieferer ï wie etwa die Lieferanten der ASICôs Mining-Geräte, wie der US-

amerikanische Halbleiterhersteller Intel Corp. ï als auch Service-Dienstleister rund um 

BTC ï Börsen, Beratungen, IT-Entwickler ï dem BTC-Ökosystem zuzuordnen, so dass 

aus dieser Industrie mittlerweile eine aus ökonomisch-gesellschaftlicher Perspektive 

relevante Wirtschaftsbranche hervorgeht. 

Tabelle 3 ï Börsennotierte Unternehmen mit Schwerpunkt im BTC-Mininggeschäft; Quelle: Yahoo-Finance8 

 

 

Im Ganzen ist somit festzuhalten, dass BTC mit seinen zugerechneten Funktionen und 

Potenzialen bereits heutzutage einen wesentlichen Einfluss in diverse wirtschaftliche, 

gesellschaftliche sowie soziale Teilbereiche findet. Förderlich war hierfür neben den 

technologischen Voraussetzungen auch die rasante Kursentwicklung seit 2009, so dass 

demzufolge auch zukünftige Initiativen, Projekte und Entwicklungen des BTC-

Ökosystems maßgeblich von ebendieser abhängig sind. Entsprechend ist es für 

Entscheidungsträger von essentieller Bedeutung zu wissen, ob der BTC-Kurs tatsächlich 

auch die fundamentale Entwicklung des BTC-Netzwerks widerspiegelt und sich 

unterstellte Investitionshypothesen ï etwa zugerechnete Funktionalitäten und Potenziale 

ï bisweilen bestätigen oder die Bepreisung maßgeblich von Spekulationen sowie 

begünstigenden externen Faktoren beeinflusst wird. Ein Blick in die wissenschaftliche 

Forschung hierzu offenbart kontroverse Debatten, nach denen Studien selbst bei 

 
8 Stand: 01.03.2023, Quelle: https://de.finance.yahoo.com/. 

Unternehmen Kürzel Market Cap [US-Dollar]

Riot Blockchain Inc. AP4N ca. 1.030 mio

Marathon Digital Holdings, Inc. M44 ca. 750 m $

Canaan Inc. A2PVN8 ca. 475 m $

Hut 8 Mining Corp. 1YT ca. 360 mio

Bitfarms Ltd. A2PMY9 ca. 200 mio

Bit Digital Inc. BTBT ca. 100 m $

Argo Blockchain 0XP ca. 80 m $

https://de.finance.yahoo.com/?guccounter=1&guce_referrer=aHR0cHM6Ly93d3cuZ29vZ2xlLmNvbS8&guce_referrer_sig=AQAAANianOcdW8JMA2OaokBsVdawqpfO_9Ss-VGxcRor1c5IvK3VUwq8VyHpEnzPsnYAr3wGbEyMSfq-d8MiXXRB6Ni77Lak19PJybeQY1MvjVnY4LApYxO_TkJcmce5tV1tC3Au6a7vXlp9uE_d_jgJDGO3k0dQ6JgwIevCIfMDM20B
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Nutzung der gleichen Datengrundlagen zu unterschiedlichen Erkenntnissen gelangen 

(Baur, Dimpfl, et al., 2018; Dyhrberg, 2016a). Generell ist zu konstatieren, dass sich zu 

nahezu allen potenziellen Einflussfaktoren widersprüchliche Studienergebnisse finden 

(Ahmed, 2022, S. 3 f.), so dass eine detaillierte wissenschaftliche Auseinandersetzung 

mit dieser Thematik inklusive einer Reflexion der bisherigen Forschung erforderlich 

erscheint. Hierzu gewonnene Erkenntnisse sind sowohl für einzelne Individuen als auch 

für Institutionen, zu denen auch der Gesetzgeber im Hinblick auf potenzielle 

regulatorische Eingriffe zählt, in ihren Entscheidungsprozessen über die Positionierung 

und das zukünftige Agieren bezüglich BTC zu berücksichtigen ï und definieren hiermit 

letztlich die weitere Entwicklung und Adaption des BTC-Ökosystems, inklusive den 

diskutierten Potenzialen sowie Implikationen auf ökonomischer, gesellschaftlicher wie 

auch sozialer Ebene.  
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1.2 Zielsetzung 

An diese Problematik knüpft die vorliegende Arbeit an, indem anhand einer 

umfassenden Datenanalyse potenzielle Determinanten des BTC-Kurses untersucht 

werden. Die Zielsetzung sieht vor, anhand von diversen Analytics-Methoden die Treiber 

des BTC-Kurses aus der Vergangenheit zu identifizieren und ihren konkreten Einfluss 

zu quantifizieren. Hierbei liegt in der Datenauslese sowie kritischen Modellevaluation ein 

zusätzlicher Schwerpunkt dieser Arbeit, weil ein Review des gegenwärtigen 

Forschungsstands widersprüchliche Erkenntnisse ï unter anderem aufgrund von 

unterschiedlichen Methodiken sowie unzureichender Berücksichtigung von inhaltlichen 

Gesetzmäßigkeiten des BTC-Netzwerks ï offenbart. Zur Analyse sind neben einer 

fundierten Auswahl von Kennzahlen zur Abbildung der Netzwerkentwicklung auch 

externe Faktoren in die Modellierung aufzunehmen, um die jeweiligen 

makroökonomischen Rahmenbedingungen abzubilden. Als Untersuchungsfokus sind 

nachfolgend fünfzehn Arbeitshypothesen definiert, deren Validierung mittels des 

Falsifikationsprinzips auf Basis des Analyseteils dieser Arbeit zu erfolgen hat. Hierzu 

sind die Hypothesen aus der originären Perspektive über die unterstellten Mehrwerte 

und Potenziale von BTC formuliert. Folgende Tabelle fasst diese zusammen. 
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Tabelle 4 ï Arbeitshypothesen zur Beantwortung der Forschungsfrage 

 

 

Grundsätzlich decken die definierten Arbeitshypothesen jeweils BTC-spezifische 

(=interne) sowie BTC-fremde (=externe) Determinanten ab. 

Die Prüfung der BTC-spezifischen Hypothesen basiert hierbei auf entsprechende 

Kennzahlen zur Bewertung der Netzwerksicherheit, der ökonomischen Anreize des 

Netzwerks, des Nutzungsgrads sowie des Verhaltens der Netzwerknutzer respektive 

BTC-Halter im Zeitverlauf. Als Nullhypothese wird jeweils davon ausgegangen, dass 

eine erhöhte Netzwerksicherheit (I.a) sowie ein erhöhter Nutzungsgrad des Netzwerks 

(I.c) signifikant positiv auf den BTC-Kurs einwirken. Ebenso ist die Hypothese zu prüfen, 

dass eine zunehmende Angebotsverknappung den Kurs positiv beeinflusst (I.b). Des 

Nr Determinanten These

I.a Netzwerksicherheit
Erhöhung der Netzwerksicherheit wirkt positiv auf die BTC-

Kursentwicklung

I.b Netzwerkökonomie
Verknappung des Angebots von BTC wirkt positiv auf die BTC-

Kursentwicklung

I.c Netzwerknutzungsgrad
Erhöhung der Netzwerknutzung wirkt positiv auf die BTC-

Kursentwicklung

I.d Verhalten Netzwerknutzer
Steigerung des Vertrauens in das Netzwerk wirkt positiv auf die BTC-

Kursentwicklung

II.a Gold Goldkurs und BTC-Kurs sind positiv miteinander korreliert

II.b Aktienmarkt Aktienmarkt und BTC-Kurs sind nicht miteinander korreliert

II.c Finanzielle Unsicherheit
Erhöhung der finanziellen Unsicherheit wirkt positiv auf die BTC-

Kursentwicklung

II.d Politische Unsicherheit
Erhöhung der politischen Unsicherheit wirkt positiv auf die BTC-

Kursentwicklung

II.e Wirtschaftliche Entwicklung
Wirtschaftliche Entwicklung und BTC-Kurs sind nicht miteinander 

korreliert

II.f Energie Energiepreise (Öl) und BTC-Kurs sind nicht miteinander korreliert

II.g
Öffentliche Wahrnehmung & 

Aufmerksamkeit
Erhöhung der Aufmerksamkeit wirkt positiv auf die BTC-Kursentwicklung

II.h Inflation Steigerung der Inflation wirkt positiv auf die BTC-Kursentwicklung

II.i Bond-Märkte
Steigerung der Zinsen & Anleihen wirkt negativ auf die BTC-

Kursentwicklung

II.j Fiat Währungsstabilität
Schwäche der Fiat-Währungen wirkt positiv auf die BTC-

Kursentwicklung

II.k Geld- & Fiskalpolitik Expansive Geld- & Fiskalpolitik wirkt positiv auf die BTC-Kursentwicklung
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Weiteren ist unterstellt, dass eine Steigerung des Langfrist-Vertrauens den Kurs 

entsprechend positiv stützt (I.d). 

Die Untersuchung externer Einflussgrößen thematisiert überwiegend 

makroökonomische Rahmenbedingungen. Hierbei gilt es zu prüfen, ob ein positiver 

Zusammenhang zwischen BTC- und Goldkurs vorliegt, da BTC ï qua seiner 

Eigenschaften als Ădigitales Goldñ bezeichnet ï einige wesentliche Charakteristika für 

ein adäquates Wertaufbewahrungsmittel mit Gold teilt (II.a). Gleichwohl erscheint auch 

eine negative Korrelation denkbar, da BTC potenziell als Substitutionsprodukt von 

physischem Gold angesehen werden könnte. Hierneben ist zu untersuchen, ob die BTC-

Kursentwicklung von jener des breiten Aktienmarkts autark und unabhängig ist (II.b). In 

seiner Funktion als potenzielles Wertaufbewahrungsmittel ist außerdem zu bewerten, ob 

der BTC-Kurs tendenziell von steigender wirtschaftlicher (Markt-)Unsicherheit profitiert 

(II.c). Ferner gilt es zu evaluieren, ob eine erhöhte Attraktivität von Bond-Märkten infolge 

der Steigerung von Zinsen sowie Anleihen den BTC-Kurs als konkurrierendes 

Wertaufbewahrungsmittel drücken (II.i). Des Weiteren ist die These zu untersuchen, ob 

der BTC-Kurs als Hedge gegen Unsicherheit und Instabilität positiv auf Phasen 

steigender politischer Unsicherheiten reagiert (II.d). Zusätzlich ist zu evaluieren, ob sich 

der BTC-Kurs tatsächlich unabhängig der wirtschaftlichen Entwicklung (II.e) sowie 

Energiepreisentwicklung, vorliegend gemessen am Rohölpreis, entwickelt (II.f). Da BTC 

das Potenzial einer zukünftigen Weltwährung zugerechnet wird, ist darüber hinaus zu 

prüfen, ob ein entsprechend negativer Zusammenhang mit der Entwicklung von Fiat-

Währungen, insbesondere des US-Dollars, bestätigt werden kann (II.j). Außerdem gilt 

es zu analysieren, inwiefern die öffentliche Wahrnehmung und Aufmerksamkeit, 

vorliegend abgebildet durch die Suchvolumina auf Google und Wikipedia, den BTC-Kurs 

maßgeblich beeinflusst (II.g). Abschließend ist die These von BTC als Inflationshedge 

zu validieren, indem positive Effekte von Inflation (II.h) sowie expansiver Geld- und 

Fiskalpolitik (II.k) auf den Kurs zu verifizieren sind. 

Auf Basis der historischen Kurs-Daten und gewonnenen Erkenntnissen über potenzielle 

Einflussgrößen hat diese Arbeit zusätzlich zum Ziel, Modellierungen zur Kursprognose 

zu evaluieren. Im Endergebnis ist demnach anhand der Validierung der 

Arbeitshypothesen eine Aussage darüber zu treffen, inwiefern der BTC-Kurs bislang von 

der fundamentalen Entwicklung des Netzwerks effektuiert wurde und wie signifikant der 

Einfluss von externen Faktoren einzuschätzen ist. Hieraus ist folglich abzuleiten, 

inwieweit die identifizierten Einflussvariablen mit den unterstellten Mehrwerten von BTC 
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inhärent sind oder lediglich kurzfristig begünstigende Rahmenbedingungen darstellen, 

was die Nachhaltigkeit der Kursstärke vergangener Jahre entsprechend in Zweifel 

ziehen würde. Ableitend aus den Erkenntnissen sind somit die bisherigen 

Entwicklungen, Tendenzen und Potenziale der praktischen Adaption von BTC zu 

bewerten. Des Weiteren ist auf Basis der Evaluierung unterschiedlicher Analytics-

Methoden mit jeweils verschiedenen Modellierungsansätzen eine Aussage über eine 

notwendige bitcoinspezifische Datenhandhabung zu treffen und hieraus ableitend eine 

kritische Abgrenzung zu der bisherigen Forschungsliteratur vorzunehmen. 
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1.3 Gang der Untersuchung 

Zur Untersuchung der zugrunde liegenden Forschungsfrage folgt diese Arbeit dem 

Vorgehen des Cross Industry Standard Process for Data Mining (CRISP-DM) (Wirth & 

Hipp, 2000, S. 5 ff.). Die nachfolgende Abbildung visualisiert hierzu den Gang der 

Untersuchung, indem die jeweiligen inhaltlichen Schwerpunkte dieser Arbeit den 

einzelnen Phasen des CRISP-DM zugeordnet werden. 

 

Abbildung 2 ï Gang der Untersuchung nach CRISP-DM; Quelle: in Anlehnung an Wirth & Hipp (2000, S. 
5) 

 

Zunächst liegt der Fokus in der Aufbereitung des inhaltlichen Kontextes. Nach der 

Problem- sowie Zieldefinition werden hierzu im theoretischen Teil die technischen wie 

ökonomischen Grundlagen des BTC-Netzwerks diskutiert, um ein grundlegendes 

inhaltliches Verständnis über die ausgewählten Daten zu schaffen und die statistischen 

Schlüsse aus dem analytischen Teil der Arbeit letztlich sachlogisch verknüpfen und 

fachlich plausibilisieren zu können. Ergänzt wird das Business & Data Understanding 

durch einen umfangreichen Literaturreview, welcher den bisherigen Stand der 

wissenschaftlichen Forschung hinsichtlich potenzieller Treiber des BTC-Kurses darlegt 

sowie die angewandten Methoden diskutiert, so dass hieraus gewonnene Erkenntnisse 

für das Modelling sowie der Ergebnisevaluation genutzt werden können.  

Anwendung Data 
Analytics-Methoden 

BTC-Daten & 
Literaturreview 

Grundlagen des 
BTC-Netzwerks  

Data 

Analytics 

Data Preparation 

Data 
Unterstanding 

Modelling 

Evaluation 

Aufbereitung des 
Datenkorpus 

Analyse & 
Diskussion 
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In der anschließenden Phase der Data Preparation sind die Daten für das Modelling 

zunächst zusammenzuführen, indem über entsprechende Schnittstellen die 

Datenversorgung in python einzurichten ist (Data Ingestion). Im Anschluss erfolgt eine 

umfassende Aufbereitung der Daten, in welcher die Rohdaten für die Modellierung 

strukturiert und vorbereitet werden, so dass im Ergebnis ein Datenkorpus für den 

folgenden Analysearbeit anwendungsbereit zur Verfügung steht. 

Im nachfolgenden Modelling erfolgt die praktische Umsetzung ausgewählter Analytics-

Methoden, um potenzielle Einflussfaktoren auf den BTC-Kurs zu identifizieren. Neben 

Regressionsanalysen zur Identifikation und Quantifizierung von Kursdeterminanten sind 

hierbei auch Verfahren der Zeitreihenanalyse sowie Deep Learning-Modelle 

aufzustellen, um zu prüfen, ob mit den vorliegenden Daten trainierte Modelle und 

Algorithmen spezifische Datenmuster erkennen und wertvolle Einblicke in die 

Abhängigkeitsverhältnisse der Untersuchungsvariablen geben können. Auf Basis der 

Ergebnisse sind in der folgenden Evaluation die zugrundeliegenden Arbeitshypothesen 

unter Berücksichtigung modell- sowie studienspezifischer Limitationen zu validieren. 

Im Fazit der Arbeit werden die Erkenntnisse aus der Hypothesenprüfung den 

Ergebnissen vergleichbarer wissenschaftlicher Studien aus der Literaturrecherche 

gegenübergestellt. Hierbei sind übereinstimmende sowie abweichende Ableitungen 

kritisch zu diskutieren, um fundierte Aussagen über Einflussvariablen und 

Gesetzmäßigkeiten der BTC-Kursentwicklung tätigen zu können. Hieraus sind 

abschließend praktische Implikationen über die zukünftige Bedeutung und Bewertung 

von BTC festzuhalten. 
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2 Theoretischer Bezugsrahmen: BTC als digitales peer-

to-peer Zahlungsnetzwerk 

Das folgende Kapitel behandelt die inhaltlichen, ökonomischen sowie technischen 

Grundlagen des BTC-Netzwerks, um die Funktionen und den Potenziale zu betonen, auf 

denen die zugrundeliegenden Arbeitshypothesen basieren. Dies ist essentiell, um die 

unterschiedlichen Modellierungsansätze nachvollziehen und abschließend eine 

anforderungsgerechte, fachlich-sachlogische Plausibilitätsprüfung der 

Analyseergebnisse im weiteren Verlauf dieser Arbeit durchführen zu können.  

2.1 Die Entstehung und Zielsetzung von BTC 

Das Bitcoin-Netzwerk ist ein digitales peer-to-peer Zahlungssystem, dessen Konzept in 

einem Whitepaper am 01.11.2008 an einen Mailverteiler innerhalb der Kryptographie-

Szene erstmals publik wurde (Nakamoto, 2008). Die Veröffentlichung erfolgte unter dem 

Pseudonym Satoshi Nakamoto, so dass die Identität des Erfinders oder der 

Erfindergruppe bis zum jetzigen Zeitpunkt ungeklärt ist. In der Folgezeit hat Nakamoto 

bis Ende 2010 in einem Online-Forum für Cypherpunks9 einen regelmäßigen Austausch 

mit der Kryptographie-Community über das Konzept, den potenziellen Mehrwert und die 

Weiterentwicklung von Bitcoin gepflegt, bis er sich komplett aus der Öffentlichkeit 

zurückgezogen hat10. 

Aus dem Konzept und der technologischen Umsetzung geht hervor, dass das 

grundsätzliche Ziel von Bitcoin die Schaffung eines digitalen Bargeldsystems ist, 

welches sich unmittelbar zwischen Sender und Empfänger ï und somit ohne 

Notwendigkeit eines vertrauenswürdigen Intermediärs ï vollzieht. Der Kerngedanke liegt 

demnach in der Dezentralisierung des Geldsystems, indem Finanzintermediäre wie 

Banken für den Zahlungstransfer nicht mehr benötigt werden. Dies geht mit den Motiven 

und Zielen der Cypherpunks-Bewegung einher, welche sich jeher mit dem Schutz der 

Privatsphäre im digitalen Raum beschäftigen. Durch die Nutzung von kryptographischen 

Elementen soll das Bitcoin-Netzwerk den Geldtransfer unter vollständiger Anonymität 

ermöglichen, den Ausschluss sowie eine Zensur durch den Einfluss zentraler Instanzen 

verhindern und somit finanzielle Inklusion fördern. Aus technologischer Perspektive hat 

 
9 Das Forum mitsamt den Originalnachrichten von Nakamoto ist abrufbar unter https://bitcointalk.org. 
10 In einer seiner letzten E-Mail Korrespondenzen vom 23.04.2011 verkündet Nakamoto gegenüber 
dem BTC-Entwickler Mike Hearn seinen Abschied von der aktiven Entwicklung des BTC-Netzwerks. 
Quelle: www.bitcoin.com/. 

https://bitcointalk.org/index.php
https://www.bitcoin.com/satoshi-archive/emails/mike-hearn/16/
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Nakamoto größtenteils bereits bestehende Technologien und Konzepte unter 

Berücksichtigung der ï seiner Meinung nach ï zentralen Funktionen sowie 

Anforderungen an ein digitales Geldsystem zusammengeführt. Anknüpfend hieran 

haben Kuiper & Neureuter (2022, S. 4 ff.) vom amerikanischen Finanzdienstleister 

Fidelity in einer Studie verglichen, inwiefern Bitcoin, Gold und hiesige Fiat-Währungen 

die notwendigen Eigenschaften und Funktionen von Geld erfüllen.  

 

Abbildung 3 ï Analyse von BTC, Gold und Fiat-Währungen unter geldtheoretischer Perspektive; 
entnommen aus Kuiper & Neureuter (2022, S. 4)  
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Demnach ist zu konstatieren, dass BTC die grundsätzlichen Anforderungen an ein 

monetäres Gut wesentlich umfassender erfüllt als Gold oder Fiat-Währungen. So geht 

aus geldtheoretischer Perspektive hervor, dass BTC sechs der sieben zentralen 

Funktionalitäten erfüllt, wohingegen Gold derer vier und Fiat-Währungen lediglich zwei 

wesentlichen Anforderungen genügen. Der maßgebliche Mehrwert von BTC liegt hierbei 

in einer Vereinigung der positiven Eigenschaften von Gold und Fiat-Währungen, indem 

es die Knappheit und Durabilität von Gold mit der Simplizität der Nutzung, Lagerung 

sowie Portabilität der Fiat-Währungen kombiniert. Die Sicherstellung der genannten 

Eigenschaften ï insbesondere die Zuverlässigkeit des Netzwerks in Kombination mit 

einem langfristigen Knappheitsversprechen ï basiert hierbei maßgeblich auf der 

technologischen sowie ökonomischen Ausgestaltung des Netzwerks. Auf Basis der 

zugrundeliegenden Blockchain-Technologie sind hierdurch etwa auch die anfallenden 

Daten über die Sicherheit, den Nutzungsgrad, den jeweiligen Zustand sowie des 

Nutzungsverhaltens der Netzwerkteilnehmer objektiv auswertbar, so dass im folgenden 

Unterkapitel eine vertiefte Betrachtung der Technologie und Regeln des Netzwerks die 

Grundlage für die folgenden Datenanalysen bildet. 

 

2.2 Technische Grundlagen des BTC-Netzwerks 

Das BTC-Netzwerk beschreibt die Gesamtheit verbundener Rechner, welche die 

offizielle Bitcoin-Client Software nutzen, um als Knotenpunkt (ĂFull Nodeñ) Transaktionen 

zu verifizieren und somit den Konsensmechanismus zu stärken (Pritzker, 2020, S. 2 f.). 

Die entsprechende Software ist über das Internet frei verfügbar und quelloffen, so dass 

jede Person hieran teilnehmen, die Funktionsweise und Regeln des Protokolls prüfen 

und an der Weiterentwicklung durch die Einreichung von Verbesserungsvorschlägen 

partizipieren kann. Zusätzlich besteht die Möglichkeit eine eigene Wallet einzurichten, 

um BTC-Bestände eigenständig zu verwahren und transferieren. Da keine persönlichen 

Daten zur Teilnahme respektive Nutzung des Netzwerks offenzulegen sind, wird BTC 

aufgrund entsprechender Anonymität gemeinhin als digitales Bargeld wahrgenommen 

(Pritzker, 2020, S. 1, Maddox et al., 2016, S. 69; Santra et al., 2016, S. 48). 

Aus technologischer Perspektive baut das BTC-Protokoll auf die Blockchain-

Technologie auf, um das Risiko von Doppelausgaben (ĂDouble Spending-Problemñ) im 

Netzwerk zu eliminieren. Dieses beschreibt die Gefahr, dass derselbe Vermögenswert 

ï etwa durch Duplikation oder Fälschung ï mehrfach ausgegeben wird. Die Lösung 
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hierfür sieht vor, dass alle Transaktionen mit einem Zeitstempel versehen und somit in 

eine feste, unwiderrufliche Reihenfolge gebracht werden. Diese Einträge werden in 

einem digitalen Kassenbuch (ĂLedgerñ) festgehalten, welches ï nicht wie im klassischen 

Finanzsystem von zentralen Institutionen ï von allen Teilnehmern des BTC Netzwerks 

gleichzeitig in entsprechenden Kopien geführt wird. Sobald ein Teilnehmer eine 

Transaktion festhält, wird diese im Netzwerk an die weiteren Partizipanten zur 

Verifizierung und Aufzeichnung übermittelt. Der Verifizierungsprozess beruht hierbei auf 

Kryptographie, indem durch entsprechende Verschlüsselungsmechanismen dem 

Versender von Daten eine Fälschung unmöglich gemacht wird, wohingegen die 

Überprüfung für die Empfänger sehr leicht durchzuführen ist. An dieser Stelle ersetzt 

BTC das im heutigen Finanzsystem notwendige Vertrauen der Teilnehmer in 

Finanzintermediäre über kryptografische Nachweise ï und begründet hiermit das 

Merkmal eines dezentralen Geldsystems. (Pritzker, 2020, S. 20 ff.) 

Da das Kassenbuch über entsprechende Kopien an alle Knotenpunkte des Netzwerks 

zu verteilen ist, müssen die Teilnehmenden sich gegenseitig konsultieren und darauf 

einigen, welche Version die gültige ist. Dieses konsensbasierte System weist wiederum 

das Risiko auf, dass durch gezielte Mehrheitsbildung eine zentrale Kontrolle des 

Netzwerks erlangt und etwa eine kompromittierte Blockchain als Realität definiert wird 

(ĂByzantisches Problemñ11). Als Lösung für dieses Problem bedingt das Schreibrecht 

über einen neuen Eintrag in das Kassenbuch einen Lotteriegewinn, welcher jedoch nur 

gegen einen hohen Einsatz zu erzielen ist: Dieser Mechanismus wird daher auch als 

ĂProof of Workñ bezeichnet, da alle teilnehmenden Rechner eine gewinnende Zufallszahl 

würfeln müssen, wofür sie eine große Menge Energie ï in Form von Strom ï 

aufzubringen haben (Pritzker, 2020, S. 28 ff.). Die Partizipation ist hierbei ebenfalls für 

sämtliche Interessenten frei zugänglich, so dass infolge eines freien Wettbewerbs und 

des hieraus resultierenden Konkurrenzdrucks hohe technische Anforderungen und 

entsprechend hohe Kosten für Hardware und Energie bestehen. Dies wiederum hat zur 

Folge, dass es für einzelne Personen oder Entitäten kaum möglich ist einen 

überwiegenden Teil des Stroms zu stellen und somit eine Kontrolle über die 

Eintragungen in die Blockchain zu erlangen. Demzufolge ist der Proof-of-Work-Ansatz 

als Sicherheitsmechanismus für das BTC-Netzwerk zu verstehen: Je höher die gesamte 

Rechenkapazität für das Mining, desto aufwändiger und kostspieliger sind potenzielle 

 
11 Das Problem der byzantischen Generäle beschreibt allgemein eine Situation, in der ein globaler 
Konsens über eine Entscheidung vorliegen muss, während zwischen den Beteiligten jedoch keine 
direkte Kommunikation besteht. In der Folge bieten sich Angriffsvektoren durch Fälschungen oder 
böswilliges Handeln einzelner Teilnehmer. 



2 Theoretischer Bezugsrahmen: BTC als digitales peer-to-peer Zahlungsnetzwerk 

 

17 

 

Übernahmeversuche (51%-Attacken12) ï und somit höher die Netzwerksicherheit 

(Pritzker, 2020, S. 51 ff.). Als Kennzahl über die im Netzwerk befindliche 

Rechenkapazität wird die Hashrate pro Sekunde gemessen, da die Rechner im 

Rahmen der Lotterie Hash-Funktionen verwenden müssen, deren resultierende Hash-

Zahl zum Gewinn eine bestimmte Zielnummer unterschreiten muss (Antonopoulos, 2015 

Kapitel 10; Pritzker, 2020 S. 28 ff.)13. Entsprechend stellt die Hashrate im weiteren 

Verlauf der Arbeit eine wesentliche Maßzahl zur Beurteilung der Netzwerksicherheit dar. 

Bei Gewinn einer Lotterie kann der entsprechende Teilnehmer die Transaktionsdaten in 

das Kassenbuch eintragen, welche in der Folge von den weiteren Teilnehmern verifiziert 

werden. Sofern diese angenommen werden ï hierbei haben die Gewinner der Lotterie 

einen Anreiz lediglich wahre Transaktionen einzutragen, weil die Verifizierung im 

Gegensatz zum Gewinn ohne Arbeitsaufwand möglich ist ï wird der entsprechende 

Block an Transaktionsdaten an die vorherigen Einträge im Kassenbuch angehängt. 

Hieraus resultiert eine Blockkette, welche gemeinhin als Blockchain-Technologie 

bezeichnet wird (Antonopoulos, 2015, Kapitel 2; Pritzker, 2020, S. 59). Die Anzahl der 

verifizierten Transaktionen spiegelt hierbei den Nutzungsgrad des Netzwerks wider 

und wird demzufolge als relevante Kennzahl für die praktische Verwendung des 

Netzwerks gesehen (Chen et al., 2021, S. 2 f.; Hau et al., 2021, S. 6; Koutmos, 2018, S. 

82). 

Als Anreiz für die Teilnahme an den Lotterien erhalten die Gewinner die Möglichkeit eine 

Zusatztransaktion zu tätigen, infolgedessen sie sich eine vorgegebene Anzahl an BTC 

auszahlen können. Über die Ausschüttung dieses Block Rewards gelangen demnach 

neue erschaffene BTC in das Netzwerk (Nakamoto, 2008, S.4; Pritzker, 2020, S. 42 f.). 

Da für den Erhalt der Block Rewards entsprechender Arbeitsaufwand notwendig ist, wird 

auch von Ăgesch¿rftenñ BTC gesprochen, welche ï in Analogie zu der Goldgewinnung ï 

von Minern gewonnen werden. Aus diesem Grund ist der diskutierte Lotterieprozess 

gemeinhin als ĂMiningñ-Prozess bekannt. Die Anzahl der geschürften BTC richtet sich 

hierbei nach festgelegten Regeln, welche Nakamoto bei der Konzeption von BTC 

definiert hat: Demnach liegt eine zentrale Eigenschaft von BTC in der Begrenztheit der 

Menge, um eine Entwertung durch eine fortwährende Ausdehnung des Angebots an 

 
12 Bei einer 51% bestünde die Möglichkeit, dass der jeweilige Kontrolleur ein Doublespending 
ausführt und gefälschte Daten in den nächsten Transaktionsblock schreibt, so dass die BTC-
Blockchain kompromittiert wird. In der Praxis würde hierbei jedoch lediglich ein Vertrauensverlust für 
BTC als Netzwerk entstehen, da davon auszugehen ist, dass die restlichen Teilnehmer einen Fork 
durchführen würden. 
13 Sowohl Antonopoulos (2017) als auch Antonopoulos et al. (2021) sind kostenfrei über Github 
abrufbar, so dass hiermit lediglich auf die relevanten Kapitel verwiesen wird.  
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BTC auszuschließen. Aus diesem Grund ist im Protokoll bestimmt, dass die Höhe des 

Block Rewards am Halving-Event alle 210.000 Blöcke (circa vier Jahre) halbiert wird, 

so dass die Ausweitung der BTC-Menge langfristig gegen null konvergiert und insgesamt 

auf knapp 21 Mio. Stück limitiert ist (Pritzker, 2020, S. 44 f.). 

Eine notwendige Voraussetzung liegt hierbei in einem kontinuierlichen und beständigen 

Mining-Prozess, so dass die Menge neu geschöpfter BTC nicht durch eine exponentielle 

Erhöhung der Mining-Aktivitäten von der vorgesehenen Mengenplanung abweicht. Dies 

wird ¿ber das Konzept der ĂMining Difficultyñ abgebildet, wonach auf Basis des 

durchschnittlichen Blockintervalls ï also die Durchschnittsdauer des Miningprozesses je 

Block ï der vergangenen 2.016 verifizierten Blöcke die Schwierigkeit des Minings 

insoweit anzupassen ist, dass im Durchschnitt jenes von Nakamoto festgelegte und von 

den Teilnehmern akzeptierte durchschnittliche Blockintervall von 10 Minuten realisiert 

wird. Dies führt dazu, dass bei steigender Hashrate entsprechend die Mining Difficulty ï 

zeitlich nachgelagert ï ebenso steigt (Antonopoulos, 2017, Kapitel 10; Pritzker, 2020, S. 

48 ff.). Dementsprechend ist die Blockzeit als kurzfristiger Indikator sowie die Mining 

Difficulty als leicht verzögerter Indikator für die Netzwerksicherheit in der Datenanalyse 

zu berücksichtigen. 

Weiterhin essenziell für das BTC-Netzwerk ist eine sichergestellte Verknappung der 

Menge, weil hierdurch die Knappheit als maßgebliche Funktion eines 

anforderungsgerechten monetären Gutes abgebildet wird ï mit entsprechenden 

Implikationen für die zu erwartende BTC-Kursentwicklung: Durch die Halving-Events 

kommt es circa alle vier Jahre zu einer fortschreitenden Angebotsverknappung, welche 

den Kurs nach dem Stock-to-Flow-Modell stützen sollte. Dieses stellt ein populäres 

ökonomisches Konzept dar, welches besagt, dass eine steigende Knappheit eines 

nachgefragten Gutes einen wachsenden Wert (ĂScarcity drives valueñ) begünstigt 

(Ammous, 2019, S. 23 ff., 199 ff.). Mathematisch ist hierzu die bestehende Menge eines 

Gutes zu der zusätzlich neu erschaffenen Menge in Relation zu setzen, woraus sich eine 

prognostizierte Bewertung für das Gut zu den jeweiligen Zeitpunkten ergibt: 

ὛὸέὧὯ ὸέ ὊὰέύὙὥὸὭέ 
ὥὯὸόὩὰὰὩὶ ὄὝὅὛόὴὴὰώ

ὮßὬὶὰὭὧὬ ὲὩό ὫὩίὧὬĘὴὪὸὩ ὄὝὅ
 

Die Kalkulation dieser Stock-to-Flow-Ratio für BTC ist insofern von einem hohen 

Interesse für diese Arbeit, da diese als Indikator zu werten ist, inwiefern sich die 

Verknappung als ein maßgebliches Charakteristikum von BTC in der Kursbewertung 

widerspiegelt. 
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Da die Block Rewards für die Miner in der Langfrist gegen null konvergieren, ist ein 

zusätzliches Anreizsystem für das Mining notwendig, um den Fortbestand der BTC-

Blockchain nachhaltig zu sichern. Aus diesem Grund erhalten die Miner überdies 

Transaktionsgeb¿hren (āFeesó), deren Höhe sich aus einem Bieterverfahren um die 

Aufnahme in Transaktionsblöcken ermitteln: Aufgrund der begrenzten Dateigröße je 

Block haben die Nutzer, welche eine Transaktion auf der BTC-Blockchain durchführen 

möchten, für einen der limitierten Plätze entsprechende Gebühren zu zahlen. Hierdurch 

ist die Höhe der Fees als Indikator für die Netzwerknutzung und -attraktivität zu 

betrachten ï und zugleich relevant für die langfristige Netzwerksicherheit. Aus diesem 

Grund sind die Fees in vielen wissenschaftlichen Studien als potenzielle 

Kursdeterminante berücksichtigt. (Pritzker, 2020, S. 54 ff.) 

Die bereits diskutierte Limitation der Blockgröße sowie das angepeilte zehnminütige 

Blockintervall führt dazu, dass die originale BTC-Blockchain aufgrund fehlender 

Skalierbarkeit nicht als führender Layer für ein globales Zahlungssystem geeignet ist. So 

sind nur 3-7 Transaktionen pro Sekunde14 über die BTC-Blockchain abzubilden, 

wohingegen der Zahlungsabwickler VISA nach eigenen Angaben gegenwärtig bis zu 

56.000 Transaktionen pro Sekunde abwickelt (Visa Europe Management Services 

Limited, 2023). Hierzu sei anzumerken, dass die gewählten Limitationen im BTC-

Netzwerk bewusst gewählt wurden, um jeder interessierten Entität die Teilnahme am 

Netzwerk durch den Betrieb der Software zu ermöglichen und somit die Eigenschaft der 

Dezentralisierung des Netzwerks zu gewährleisten. So umfasst die komplette BTC-

Blockchain gegenwärtig nur eine Größe von circa 460 GB15, was die Speicherung für 

jede interessierte Entität handhabbar macht. Eine Erhöhung der Blockgröße würde das 

Skalierungsproblem lediglich verschieben ï und die Möglichkeit der individuellen 

Teilnahme einschränken und Zentralisierungstendenzen bewirken. Deshalb ist die BTC-

Blockchain als Settlement-Layer zu betrachten, auf welcher aggregierte 

Transaktionsdaten festgehalten werden, wohingegen es für die Nutzung von BTC als 

potenziell globales Zahlungsmittel eines Layer 2-Netzwerks bedarf, welches 

entsprechende Mikrotransaktionen ermöglicht. Ein solches Lösungskonzept liegt mit 

dem Lightning-Netzwerk bereits vor, indem dieses lediglich Endabrechnungen an die 

BTC-Blockchain weitergibt, um die positiven Eigenschaften der BTC-Blockchain 

hinsichtlich Dezentralität und Unveränderlichkeit mit den Skalierungspotenzialen, welche 

 
14 Hiermit sind Einzeltransaktionen gemeint. Durch Batching können Transaktionen mehrere hundert 
Einzeltransaktionen umfassen. 
15 Quelle: https://www.blockchain.com, Stand: 01.03.2023 

https://www.blockchain.com/explorer/charts/blocks-size
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eine Layer-2 Lösung beinhaltet, zu kombinieren (Antonopoulos et al., 2021; Poon & 

Dryja, 2016). Das Lightning-Netzwerk befindet sich bereits in Nutzung, so dass die im 

Lightning-Netzwerk befindlichen BTC-Kapazitäten nachfolgend als Indikator für die 

praktische Adaption ï und somit implizit für BTC als genutztes Zahlungsmittel ï 

miteinzubeziehen ist. 

Eine weitere zentrale Thematik stellt die Verwahrung von BTC dar. Diese erfolgt über 

individuelle Adressen unmittelbar auf der BTC-Blockchain, welche auf Grundlage eines 

asymmetrisches Schlüsselsystem über private Schlüssel vor externen Zugriffen 

geschützt sind. Dementsprechend steht jedem BTC-Halter die Möglichkeit der 

Selbstverwahrung offen, wenngleich realiter ein beträchtlicher Anteil dieser ihre BTC auf 

öffentlichen Börsenplätzen verwahren, infolgedessen sich die BTC auf Adressen der 

jeweiligen Börsen befinden. Die Analyse des Anteils von BTC auf Börsen-Adressen 

stellt somit einen validen Indikator für BTC-Mengen bereit, welche kurzfristig auf Börsen 

verkauft werden könnten, wohingegen erhöhte BTC-Anteile auf Privatadressen eher für 

langfristig orientierte Investoren sprechen ï mit entsprechend möglichen Implikationen 

auf den BTC-Kurs. 

Darüber hinaus ermöglicht die Transparenz und Fehlerresistenz der BTC-Blockchain 

umfassende Analysen der Transaktionsdaten, etwa um die Verteilung von BTC auf 

unterschiedliche Entitäten sowie das generelle Kauf-/Verkaufsverhaltens der Teilnehmer 

in bestimmten Zeiträumen nachzuvollziehen (On-Chain Analysen). Hierauf basierende 

Metriken ermöglichen demnach eine Kategorisierung der BTC-Halter in Kurzfrist versus 

Langfristinvestoren und geben Aufschluss über das Sentiment des Marktes zum 

Betrachtungszeitpunkt. Nachfolgende Tabelle fasst hierzu ausgewählte Metriken, 

welche im Analyseteil dieser Arbeit als potenzielle Determinanten zusätzlich 

berücksichtigt werden, zusammen. 
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Tabelle 5 ï BTC-Metriken zum Kauf-/Verkaufsverhalten der Netzwerkteilnehmer16 

 

 

Nach dieser Einführung mitsamt den in dieser Arbeit fokussierten Daten folgt im 

Weiteren eine Zusammenfassung des gegenwärtigen wissenschaftlichen 

Forschungsstands hinsichtlich der Abhängigkeiten des BTC-Kurses von in- wie externen 

Einflussfaktoren. 

  

 
16 Die vorliegenden Metriken werden vorliegend über den Blockchain-Datenspezialisten Glassnode 
bezogen. Mehr hierzu in den Kapiteln 4.1.1 und 4.1.2.  

KPI Subkategorie Inhalt

Transfer Volume
Verhalten 

Netzwerknutzer
Menge an transferierten BTC

Coin Days Destroyed
Verhalten 

Netzwerknutzer

Anzahl an BTC-Coins in spent * Anzahl Tage seit letztem spent

 Ÿ betont das Verhalten von Langfristinvestoren

Average Spent Output 

Lifespan

Verhalten 

Netzwerknutzer

Ø Anzahl an Tagen von spent transaction outputs

Ÿ bildet das Verhªltnis Kurzfrist- vs. Langfristinvestoren ab

Supply last active 1y
Verhalten 

Netzwerknutzer

Anteil des BTC Supplys, welcher länger als 1 Jahr nicht transaktioniert 

wurde

Accumulation Trend Score
Verhalten 

Netzwerknutzer

Scorewert aus der Größe der kaufenden Entität sowie Menge der 

gekauften BTC

Ÿ bildet die GrºÇe der kaufenden Entitªten ab (Investoren vs. Retail)

BTC Volatility Index Preismomentum implizite Volatilität (fairer Wert eines BTC-Variance Swap)
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3 Blick in die Forschung: Data Analytics zur BTC-

Kursentwicklung 

Das folgende Kapitel beinhaltet zunächst eine umfangreiche Literaturrecherche über 

wissenschaftlichen Studien mit einem vergleichbaren Forschungsfokus. Ziel hierbei ist 

es, den Stand der Wissenschaft hinsichtlich potenzieller Einflussfaktoren auf die BTC-

Kursentwicklung mit den Ergebnissen dieser Arbeit im Nachgang der Analyse 

vergleichen und hieraus weiterführende Einblicke und Implikationen ziehen zu können. 

Darüber hinaus ist auszuwerten, welche analytischen Methoden zur Untersuchung von 

potenziellen Einflussfaktoren in der Wissenschaft gemeinhin verwendet werden, um eine 

anforderungsgerechte und fundierte Auswahl einzusetzender Analytics-Methoden für die 

vorliegende Arbeit zu treffen. 

3.1 Status quo der wissenschaftlichen Forschung 

Mit der rasanten Wertentwicklung in den vergangenen Jahren hat sich ein großes 

Interesse an wissenschaftlicher Forschung rund um Bitcoin entwickelt. Folgende 

Abbildung zeigt hierzu den Anstieg der wissenschaftlichen Publikationen von 2009 bis 

2019 auf jährlich bis zu knapp 27.000 Fachartikel, welche Bitcoin seitdem fortwährend 

als Forschungsgebiet neu behandeln. 
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Abbildung 4 ï Anzahl wissenschaftlicher Studien zu BTC im Zeitverlauf; Quelle: Google Scholar17 

 

Ein zentraler Forschungsschwerpunkt liegt darin, welche Eigenschaften und Potenziale 

Bitcoins von institutionellen sowie privaten Anlegern und Nutzern als prädominant 

eingeschätzt werden. Hierzu werden in den jeweiligen Forschungsstudien dezidierte 

Teilaspekte und -potenziale von BTC anhand der bisherigen Kursentwicklungen 

evaluiert ï und somit Fragestellungen diskutiert, welche auch der Zielsetzung dieser 

Arbeit zugrunde liegen. 

So untersuchen Shahzad et al. (2020) in ihrer Arbeit, ob BTC als vermeintliches digitales 

Gold bereits entsprechende Wertaufbewahrungsfunktion substituiert. Kang et al. (2019) 

knüpfen an diese Fragestellung an und untersuchen detailliert das Co-Movement des 

BTC- sowie Goldkurses, um Hedging oder Diversifikationspotenziale zu eruieren. 

Gronwald (2019) analysiert die BTC-Kursverläufe auf klassische Muster von 

gehandelten Commodities, indem die Gold- und Ölpreise als Vergleichsdaten adhibiert 

werden, um eine Aussage über die Anerkennung von BTC als Rohstoff treffen zu 

können. 

Guesmi et al. (2019) analysieren die Eignung von BTC als Instrument zur Diversifikation 

von Vermögensportfolios, um etwa Kursentwicklungen des Aktienmarkts abzusichern. 

Kwon (2021) quantifiziert den Value at Risk von BTC anhand von ausgewählten 

 
17 Eigene Darstellung der Anzahl der Suchtreffer auf https://scholar.google.de/ nach dem Suchbegriff 
ĂBitcoinñ (beliebige Sprache ï Stand 10.01.2023). 

https://scholar.google.de/
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Faktoren, um Ableitungen über die Aufstellung eines optimal in Risiko und Rendite 

ausbalancierten Finanzportfolios treffen zu können.  

Weiterhin steht auch die Nutzung von BTC als digitales Zahlungsmittel im 

Forschungsfokus. So untersuchen Baur, Hong et al. (2018), inwiefern BTC als Medium 

für den Zahlungsverkehr angesehen wird, indem etwa die Transaktionsvolumina in den 

Kursanalysen berücksichtigt werden.  

Mit diesen ausgewählten Teilaspekten geht zugleich die grundsätzliche Fragenstellung 

einher, inwieweit der BTC-Kurs keinen fundamentalen Entwicklungen des Ökosystems 

folgt, sondern Hype und Übertreibungen unterliegt ï mit den hieraus resultierenden 

Risiken für Investoren. Hierzu seien exemplarisch die Arbeiten von Moosa (2020) sowie 

Cheung et al. (2015) anzuführen, in welchen anhand von statistischen Indikatoren die 

BTC-Kursentwicklung auf Blasenbildungen untersucht und typische Merkmale von 

Preisblasen entdeckt werden (Cheung et al., 2015, S. 2356 f.; Moosa, 2020, S. 109 ff.). 

Demgegenüber kommt Blau (2017, S. 499) zu dem Ergebnis, dass das Trading Volume 

bisweilen keinen signifikanten Einfluss auf den BTC-Kurs hat, was somit die Existenz 

von Preisblasen konfligiert. Bouoiyour et al. (2015, S. 14 ff.) hingegen identifizieren im 

Zeitraum von 2010 bis 2014 zahlreiche spekulative Phasen anhand von Webvolumina 

und kommen hiermit zu einer ähnlichen Schlussfolgerung wie Cheng et al. (2019, S. 21 

ff.), Liu & Tsyvinski (2021, S. 2724 f.) sowie Nguyen et al. (2020, S. 441 f.), welche einen 

Momentum-Effekt als Basis für Preisübertreibungen ausmachen. Alexander & Heck 

(2020, S. 29 ff.) sehen in ihrer Arbeit gar Anzeichen von Phasen bewusster 

Preismanipulation infolge einer fehlenden Regulierung im Handel von Kryptowährungen. 

Sämtlich diskutierte Forschungsarbeiten haben gemein, dass datenbasierte Analysen 

der BTC-Kursentwicklung zugrunde liegen, in denen jeweils der statistische 

Zusammenhang mit ausgewählten potenziellen Einflussfaktoren untersucht wird. Da die 

vorliegende Arbeit mit der grundlegenden Identifikation von Kursdeterminanten ein 

korrespondierendes Ziel hat, gibt nachfolgende Tabelle eine umfangreiche Übersicht 

über die bisherigen Erkenntnisse aus der Literatur wieder. 
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Tabelle 6 ï Ergebnisse der Literaturrecherche; Darstellung in Anlehnung an Ahmed (2022, S. 3 f.) 

 

 

Demnach sind die untersuchten Determinanten in zwei Kategorien einzuteilen: 

Kennzahlen des BTC Netzwerks spiegeln hierbei die fundamentale Entwicklung von 

y n Quellen + - ins Quellen

Netzwerksicherheit
Hash-Rate,

Block Interval
ǒ

Chen et al (2021), [Liu et al (2020)], [Madan 

et al (2015)]
ǒ

Bouoiyour & Selmi (2015), Bouoiyour et al (2015), Chen et al (2021), 

Georgoula et al (2015), Hayes (2015), Kristoufek (2015), Loh et al. (2020)

Netzwerkökonomie
Supply,

Inflation Rate
ǒ  [Madan et al (2015)] ǒ ǒ ǒ

Ciaian et al. (2016), Georgoula et al (2015), Goczek & Skliarov (2019), 

Hayes (2015), Polasik et al (2015)

Netzwerknutzungsgrad

Transactions,

Addresses,

Transfer Volume
ǒ ǒ

Hau et al. (2021), Hu et al (2019), Koutmos 

(2018), [Liu et al (2020)], [Madan et al 

(2015)]
ǒ ǒ ǒ

Aalborg et al (2019), Chen et al (2021), Ciaian et al. (2016), Georgoula et al 

(2015), Hau et al. (2021), Kancs et al (2019), Kristoufek (2015), Li & Wang 

(2017), Liu & Tsyvinski (2021), Loh et al. (2020), Polasik et al (2015), 

Sabalionis (2021)

Verhalten 

Netzwerknutzer

Trading Volume,

Days Destroyed
ǒ ǒ

Balcilar et al (2017), Figá-Talamanca & 

Patacca (2019), Hau et al (2021), [Liu et al 

(2020)],  [Madan et al (2015)]
ǒ ǒ ǒ

Aalborg et al (2019), El Alaoui et al (2019), Balcilar et al (2017), Blau 

(2017), Bouri et al (2021), Ciaian et al. (2016), de la Horra et al (2019), 

Entrop et al (2020), Georgoula et al (2015), Goczek & Skliarov (2019), Hau 

et al. (2021), Kancs & Ciaian (2019), Li & Wang (2017), Sovbetov (2018)

Gold Goldkurs ǒ ǒ
Chen et al (2021), Huynh et al (2020), 

Giudici & Abu-Hashish (2019), Ji et al 

(2018)
ǒ ǒ ǒ

Ahmed (2020), Gil-Alana et al (2020), Aslanidis et al (2019), Bouoiyour & 

Selmi (2015), Bouri et al (2018a), Bouri et al (2021), Bouri et al (2017), 

Corbet et al (2018), Bouri et al (2016), de la Horra et al (2019), Huynh et al 

(2020), Giudici & Abu-Hashish (2019), Goczek & Skliarov (2019), Hazgui et 

al (2022), Jareno et al (2020), Das & Kannadhasan (2018), Kapar & Olmo 

(2021), Kristoufek (2015), Kwon (2021), Panagiotidis et al (2019), 

Panagiotidis et al (2018), Poyser (2018), Sovbetov (2018), Zhu et al (2017)

Aktienmarkt

S&P 500,

Dow-Jones,

Shanghai Market 

Index,

MSCI World,

MSCI China,

Nikkei225 Index

ǒ ǒ
Chen et al (2021), Erzurumlu et al (2020), 

Giudici & Abu-Hashish (2019), Ji et al 

(2018), [Liu et al (2020)]
ǒ ǒ ǒ

Gil-Alana et al (2020), Aslanidis (2019), Bouoiyour & Selmi (2015), Bouri et 

al (2018a), Bouri et al (2017), Cheah et al (2020), Chen et al (2021), Corbet 

et al (2018), Bouri et al (2016), de la Horra et al (2019), Dyhrberg (2015), 

Georgoula et al (2015), Giudici & Abu-Hashish (2019), Jareno et al (2020), 

Das & Kannadhasan (2018), Kapar & Olmo (2021), Koutmos (2020), 

Kristoufek (2015), Kwon (2021), Maghyereh & Abdoh (2021), Panagiotidis 

et al (2019), Panagiotidis et al (2018), Poyser (2018), Sovbetov (2018),  Zhu 

et al (2017)

Finanzielle (Markt-

)Unsicherheit
VIX ǒ Erzurumlu et al (2020), [Liu et al (2020)] ǒ ǒ ǒ

Gil-Alana et al (2020), Bouri et al (2021), Bourie et al (2017), Cheah et al 

(2020), Corbet at al. (2017), Entrop et al (2020), Jareno et al (2020), Das & 

Kannadhasan (2018), Koumba et al (2020), Koutmos (2020), Panagiotidis 

et al (2019), Poyser (2018)

Fiat Währungsstabilität

US-Dollar,

GBP,

EUR,

JPY,

CNY

ǒ ǒ
Chen et al (2021), Erzurumli et al (2020), 

Giudici & Abu-Hashish (2019), Ji et al 

(2018), [Liu et al (2020)]
ǒ ǒ ǒ

Ahmed (2020), Gil-Alana et al (2020), Baumöhl (2018), Bouri et al (2018a), 

Bouri et al (2017), Bouri et al (2016), Chen et al (2021), Corbet et al. (2018), 

Dyhrberg (2015), Georgoula et al (2015), Giudici & Abu-Hashish (2019), 

Kwon (2021), Polasik et al (2015), Urquhart & Zhang (2019), Zhu et al 

(2017)

Energie-/Rohstoffmarkt
Öl,

Commodity Index
ǒ ǒ

Chen et al (2021), Giudici & Abu-Hashish 

(2019), Ji et al (2018), [Liu et al (2020)]
ǒ ǒ ǒ

Ahmed (2020), Bouoiyour & Selmi (2015), Bouri et al (2018a), Bouri et al 

(2021), Bouri et al (2017b), Bouri et al (2016), Giudici & Abu-Hashish 

(2019), Goczek & Skliarov (2019), Hazgui et al (2022), Jareno et al (2020), 

Das & Kannadhasan (2018), Kwon (2021), Panagiotidis et al (2019), 

Panagiotidis et al (2018)

Sentiment, öffentliche 

Aufmerksamkeit

Google,

Wikipedia,

Twitter,

bitcointalk

ǒ ǒ

Chen et al (2021), Eom et al (2019),  

Erzurumlu et al (2020), Figá-Talamance & 

Patacca (2019), Garcia & Schweitzer 

(2015), Kraaijeveld & de Smedt (2020), [Liu 

et al (2020)], Mai et al (2018), Suardi et al 

(2022)

ǒ ǒ ǒ

Bouoiyour & Selmi (2015), Bouoiyour et al (2015), Cheah et al (2020), Chen 

et al (2021), Ciaian et al. (2016), Dastgir et al (2019), Eom et al (2019), 

Georgoula et al (2015), Goczek & Skliarov (2019), Kapar & Olmo (2021), 

Kwon (2021), Li & Wang (2017), Mokni et al (2022), Panagiotidis et al 

(2019), Phillips & Gorse (2018), Polasik et al (2015), Poyser (2018), 

Sabalionis (2021), Sovbetov (2018)

Geld-/ Fiskalpolitik
FED Funds,

Staatsausgaben
ǒ ǒ

Aboura (2022), Burggraf et al (2020), Dyhrberg (2016a),Dyhrberg (2016b), 

Kwon (2021), Ma et al (2022), Panagiotidis et al (2019), Panagiotidis et al 

(2018), Sovbetov (2018),  Zhu et al (2017)

Wirtschaftliche 

Entwicklung

Financial Stress 

Index,

OECD Growth,

GDP

ǒ ǒ ǒ

Bouri et al (2021), Burggraf et al (2020)*,  Goczek &  Skliarov (2019), 

Jareno et al (2020), Kapar & Olmo (2021), Kristoufek (2015), Kwon (2021), 

Li & Wang (2017), Mokni et al (2022), Polasik et al (2015), Sohag & Ullah 

(2022)

Politische Unsicherheit

GPR,

EPU,

EMU
ǒ Hu et al (2019) ǒ ǒ ǒ

Aysan et al (2019), Bouri et al (2021), Cheah et al (2020), Cheng & Yen 

(2020), Demir et al (2018), Entrop et al (2020), Hazgui et al (2022), Das & 

Kannadhasan (2018), Koumba et al (2020), Koutmos (2020), Kwon (2021), 

Panagiotidis et al (2019), Panagiotidis et al (2018), Ul Haq et al (2021)

Bond Märkte

S&P 500 Bond 

market,

US Treasury 

Bonds,

ǒ Erzurumlu et al (2020), Ji et al (2018) ǒ ǒ ǒ

Gil-Alana et al (2020), Aslanidis et al (2019), Bouri et al (2018a), Bouri et al 

(2017), Burggraf et al (2020), Cheah et al (2020), Corbet et al. (2018), Bouri 

et al (2016), Bouri et al (2018b), de la Horra et al (2019), Jareno et al 

(2020), Kancs & Ciaian (2019), Koutmos (2020), Kwon (2021), Li & Wang 

(2017)

Inflation CPI (OECD) ǒ ǒ
Burggraf et al (2020), Goczek &  Skliarov (2019), Koutmos (2020), Kwon 

(2021), Li & Wang (2017), Polasik et al (2015),  Zhu et al (2017)

Determinante
subsumierte

Metrik

Prªdiktor (mit [é] = ohne Kausalitªt) Kausalität (mit ins = insignifikant)
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BTC wider und geben Aufschluss über die Sicherheit, die Ökonomie, den Nutzungsgrad 

sowie das Verhalten der Teilnehmer des Netzwerks. Zugleich werden externe Faktoren, 

wie etwa die Entwicklung bestimmter Assetklassen, gesamtwirtschaftliche Tendenzen 

oder die mediale Aufmerksamkeit von BTC, analysiert. Die Zuordnung der jeweiligen 

Kennzahlen zu den einzelnen Determinanten erfolgt hierbei so wenig restriktiv wie 

viabel, um eine anschauliche Zusammenfassung über die annähernd 100 untersuchten 

Studien zu ermöglichen. Die Forschungsresultate je Studie und Determinante sind in 

Abhängigkeit der gewählten Forschungsmethodik entweder binär ï Prädiktor versus kein 

Prädiktor ï oder mit Ausprägung eines möglicherweise ermittelten signifikanten 

Zusammenhangs dargestellt. 

Die Analyse der Studienergebnisse offenbaren uneinheitliche Aussagen über den Effekt 

von bitcoinspezifischen Determinanten auf die BTC-Kursentwicklung. So kommen 

Goczek & Skliarov (2019, S. 6403 ff.) zu dem Entschluss, dass die BTC-Menge 

phasenspezifisch positiv wie auch negativ auf den BTC-Kurs wirkt, wohingegen eine 

Vielzahl weiterer Studien keinen signifikanten (Kristoufek, 2015, S. 6 ff.; Polasik et al., 

2015, S. 24 ff.) oder aber einen strikt positiven Zusammenhang beobachten (Ciaian et 

al., 2016, S. 1811 ff.; Georgoula et al., 2015, S. 12 f.). Vergleichbar diskrepant sind die 

Studien über den Effekt eines höheren Nutzungsgrads des BTC Netzwerks ï etwa 

gemessen an der Anzahl neuer Adressen und ausgeführten Transaktionen ï mit der 

BTC-Kursentwicklung. Hau et al. (2021, S. 2 ff.) identifizieren hierzu wiederum 

phasenindividuell insignifikante, positive wie auch negative Effekte, währenddessen Hu 

et al. (2019, S. 17) über den Zeitraum von 2013 bis 2019 keinen signifikanten Kurseffekt 

ausmachen. Konträr hierzu resümieren unter anderem Aalborg et al. (2019, S. 248 ff.) 

sowie Sabalionis et al. (2021, S. 23 f.) positive Effekte. Die Untersuchung des Verhaltens 

der Netzwerkteilnehmer und Investoren schafft ebenfalls keine eindeutigen 

Rückschlüsse: Trading Volumina sowie Velocity ï also jener Zeitraum, in denen gekaufte 

respektive erhaltene BTC unmittelbar wieder veräußert werden ï sind bisweilen 

mehrheitlich als insignifikante Kurstreiber bewertet (u.a. Aalborg et al., 2019, S. 248 ff.; 

El Alaoui et al., 2019, S. 380 f.). Zugleich existieren jedoch auch Studien, welche einen 

positiven (Sovbetov, 2018, S. 24) oder negativen Kurseffekt (Kancs, Ciaian, et al., 2019, 

S. 12) beschreiben. Demgegenüber kommt die Forschungsliteratur hinsichtlich der 

Netzwerksicherheit insoweit zu einem einheitlichen Ergebnis, dass eine steigende Hash-

Rate und Mining Difficulty eine höhere Kursbewertung effektuiert (Bouoiyour, Selmi, 

2015, S. 458 f.; Georgoula et al., 2015, S. 11; Hayes, 2017, S. 1315 ff.). 
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Korrespondierend zu den netzwerkspezifischen Determinanten implizieren die 

Studienergebnissen auch hinsichtlich externer Faktoren widersprüchliche 

Schlussfolgerungen. Demnach ist der Goldkurs als Einflussfaktor wissenschaftlich 

höchst umstritten ï die zugrunde liegenden Studien konkludieren in ähnlichem Ausmaß 

sowohl positive (u.a. Duc Huynh et al., 2020, S. 23; Jareño et al., 2020, S. 13; 

Panagiotidis et al., 2019, S. 238 f.), negative (u.a. Bouri, Gupta, et al., 2018b, S. 233 ff.; 

Poyser, 2019, S. 53 ff.; Zhu, Dickinson, et al., 2017, S. 10) als auch keinerlei Effekte 

(u.a. Aslanidis, Bariviera, et al., 2019, S. 136; Gil-Alana, Abakah et al., 2020. S. 1; Giudici 

& Abu-Hashish, 2019, S. 313 ff.). Somit ist anhand der bisherigen Studien keine 

Beurteilung darüber zu treffen, ob BTC als Wertaufbewahrungsmittel in Krisenzeiten und 

somit Substitut zu Gold angesehen wird. Übereinstimmend hierzu sind auch Kurseffekte 

von makroökonomischen Indikatoren wie der politischen Unsicherheit, der allgemeinen 

wirtschaftlichen Entwicklung, Entwicklungen der Bond-Märkte sowie des 

Energiemarktes ï insbesondere Rohölkurses ï nicht eindeutig abzuleiten. Kwon (2021, 

S. 17) kommt hierbei zu dem Ergebnis, dass zwischen 2010 und 2017 steigende 

politische wie auch ökonomische Unsicherheiten einhergehend mit steigenden Anleihen 

und einer restriktiven Zinspolitik der FED zu einer positiven Kursentwicklung von BTC 

führen. Demgegenüber leiten Jareño et al. (2020, S. 12 f.) aus ihrer Studie ab, dass eine 

erhöhte Unsicherheit im Markt den BTC-Kurs negativ, gleichzeitig jedoch steigende FED 

Funds den Kurs positiv beeinflussen. Weitere Forschungsarbeiten bestätigen den 

inkonsistenten Befund, indem neben positiven wie auch differenzierten Effekten 

politischer Unsicherheit (u.a.  Demir et al., 2018, S. 148 f.; Ul Haq et al., 2021, S. 18 f.), 

zentraler Geldpolitik (u.a. Aboura, 2022, S. 2601), Öl (u.a. Panagiotidis et al., 2019, S. 

238 f.; Das, Kannadhasan, 2018, S. 258), den Bond-Märkten (de la Horra et al., 2019, 

S. 30 ff.) auch negative (u.a.  Hazgui et al., 2022, S. 435; Dhyrberg, 2016b, S. 92) sowie 

insignifikante Effekte (u.a. Cheng, Yen, 2020, S. 9) für ebendiese Faktoren resümiert 

werden. Vergleichbar hierzu stellt sich die Volatilität an den Aktienmärkten sowie die 

Stärke des US-Dollars nicht als eindeutige Kursdeterminante heraus. Während die 

Entwicklung von Währungswechselkursen ï und hierbei insbesondere die Stärke des 

US-Dollars betrachtet ï in den überwiegenden Studien keinen signifikanten Effekt 

aufweisen (u.a. Giudici & Abu-Hashish, 2019, S. 317 f.), offenbaren die Befunde 

hinsichtlich des Einflusses von Volatilitäten sowohl positive (Ahmed, 2022, S. 3 ff.) als 

auch negative Auswirkungen (u.a. Entrop et al., 2020, S. 16) sowie Insignifikanzen (u.a. 

Corbet et al., 2018, S. 33 f.). Konträr zu den bisher dargelegten Erkenntnissen 

hinsichtlich makroökonomischer Rahmenbedingungen ist auffällig, dass die Inflation ï 
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gemessen am realen sowie erwarteten CPI ï überwiegend als signifikant negative 

Variable für den BTC-Kurs beschrieben wird (u.a. Zhu et al., 2017, S. 11), wenngleich 

auch hier widersprüchliche Studienergebnisse vorliegen (Koutmos, 2020, S. 475 ff.), 

welche keine signifikanten Einflüsse ausmachen. Hieraus ist zu schließen, dass der 

Markt gegenwärtig BTC nicht vorrangig als Inflationshedge respektive 

Konkurrenzsystem des hiesigen Fiat-Geldsystems bewertet. 

Neben diesen primär volkswirtschaftlichen Indikatoren liegt ein wesentlicher 

Forschungsfokus in dem potenziellen Einfluss des Aktienmarktes auf den BTC-Kurs. 

Hierbei ist tendenziell ein positiver Effekt zu konstatieren (u.a. Kapar & Olmo, 2021, S. 

56; Maghyereh & Abdoh, 2021, S. 17; Poyser, 2019, S. 49 ff.). Einschränkend ist jedoch 

festzuhalten, dass Studien vorliegen, welche ï mindestens phasenspezifische ï 

Insignifikanzen (u.a. Aslanidis et al., 2019, S. 135; Gil-Alana et al., 2020, S. 16) oder 

negative Effekten (u.a. Goczek & Skliarov, 2019, S. 6406; Das, Kannadhasan, 2018, S. 

250) eröffnen. 

Zusammenfassend setzt nachfolgende Darstellung die diskutierten Erkenntnisse aus der 

Literaturanalyse den dieser Arbeit zugrunde liegenden Arbeitshypothesen aus der 

Zielsetzung gegenüber. 
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Tabelle 7 ï Validierung der Arbeitshypothesen auf Basis der Literaturrecherche 

 

 

Als Fazit bleibt festzuhalten, dass aus der bisherigen Forschung kein wissenschaftlicher 

Konsens über die Kursdeterminanten des BTC vorherrscht. In ihrer Gesamtheit ergeben 

die Studienergebnisse ein inkonsistentes Bild über die Effekte von potenziellen 

Einflussfaktoren auf den BTC Kurs, so dass eine Prüfung der definierten 

Arbeitshypothesen dieser Arbeit auf Basis der Literaturrecherche nur unzureichend 

erfolgen kann. Hierbei ist die beschriebene Inkonsistenz der Ergebnisse als mögliches 

Zeichen inexistenter Kausalitäten viabel, so dass lediglich punktuell statistische 

Zusammenhänge identifiziert werden, welche nicht realen Kausalitäten folgen. Ebenso 

ist in Betracht zu ziehen, dass die Komplexität sowie Dynamik der Einflussfaktoren zu 

stark ausgeprägt ist, um ohne Prämissen eindeutige Ableitungen treffen zu können. 

Hierzu ist die Validität aus der Herleitung allgemeingültiger Aussagen aus der Vielzahl 

Determinanten These Literatur

Netzwerksicherheit Erhöhung der Netzwerksicherheit wirkt positiv auf die BTC-Kursentwicklung
keine Ablehnung:

überwiegend bestätigt

Netzwerkökonomie Verknappung des BTC-Angebots wirkt positiv auf die BTC-Kursentwicklung
keine Ablehnung:

differenziert*

Netzwerknutzungsgrad Erhöhung der Netzwerknutzung wirkt positiv auf die BTC-Kursentwicklung
keine Ablehnung:

überwiegend bestätigt

Verhalten 

Netzwerknutzer
Steigerung des Vertrauens in das Netzwerk wirkt positiv auf die BTC-Kursentwicklung differenziert

Gold Goldkurs und BTC-Kurs sind positiv miteinander korreliert differenziert

Aktienmarkt Aktienmarkt und BTC-Kurs sind nicht miteinander korreliert überwiegend widerlegt

Finanzielle 

Unsicherheit
Erhöhung der finanziellen Unsicherheit wirkt positiv auf die BTC-Kursentwicklung differenziert

Politische Unsicherheit Erhöhung der politischen Unsicherheit wirkt positiv auf die BTC-Kursentwicklung differenziert

Wirtschaftliche 

Entwicklung
Wirtschaftliche Entwicklung und BTC-Kurs sind nicht miteinander korreliert differenziert

Energie Energiepreise (Öl) und BTC-Kurs sind nicht miteinander korreliert differenziert

Öffentliche 

Wahrnehmung & 

Aufmerksamkeit

Erhöhung der Aufmerksamkeit wirkt positiv auf die BTC-Kursentwicklung differenziert

Inflation Steigerung der Inflation wirkt positiv auf die BTC-Kursentwicklung überwiegend widerlegt

Bond Markt Steigerung der Zinsen & Anleihen wirkt negativ auf die BTC-Kursentwicklung differenziert

Fiat Währungsstabilität Schwäche der Fiat-Währungen wirkt positiv auf die BTC-Kursentwicklung differenziert

Geld- & Fiskalpolitik Expansive Geld- oder Fiskalpolitik wirkt positiv auf die BTC-Kursentwicklung differenziert

* jedoch nicht explizit Stock-to-Flow Betrachtung. Bei Berücksichtigung dieser positive Effekte analog  Meynkhard (2019, S. 83 f.)
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der diskutierten Literatur aufgrund der differierenden Forschungsansätzen und -

methoden kritisch zu hinterfragen.  

Ein wesentlicher Kritikpunkt liegt in der Auswahl unterschiedlicher statistischer 

Methoden, auf deren Grundlage dargestellten Schlussfolgerungen abgeleitet werden. So 

weisen Baur, Dimpfl, et al. (2018, S. 103 ff.) in ihrer Studie über den Zusammenhang 

von BTC, Gold und den US-Dollar darauf hin, dass sie aufgrund eines differierenden 

Methodenansatzes konträre Resultate zu Dyhrberg (2016a) erzielen, obwohl ihre 

Analyse auf dem exakt gleichen Datensatz basiert. 

Darüber hinaus ist zu beachten, dass die Studien fallweise unterschiedliche 

Betrachtungszeiträume sowie -frequenzen auswerten. Aufgrund der stellenweise hohen 

Volatilität des BTC-Kurses sind unterschiedliche Erhebungszeiträume sowie -

frequenzen von annehmbar hoher Bedeutung für die statistische Auswertung. 

Weiterhin sind die ausgewählten Kennzahlen einzelner Determinanten inhaltlich nicht 

deckungsgleich, sondern mitunter räumlich, zeitlich oder inhaltlich leicht unterschiedlich 

definiert, indem etwa Fiat-Währungen, Aktienindizes oder Wirtschaftsdaten 

unterschiedlicher Länder und Regionen untersucht werden. Zusätzlich ist kritisch 

anzuführen, dass eine Vielzahl der Studien einen starken Fokus auf die reine quantitativ-

statistische Auswertung der Daten respektive Zeitreihen legen, ohne hierbei inhaltliche 

Merkmale und Charakteristika von BTC in der Modellierung sowie fachlichen 

Interpretation zu berücksichtigen. Exemplarisch seien hierzu die Halving-Events 

anzuführen, welche die BTC-Kursentwicklung potenziell in Mehrjahreszyklen einteilt, 

sowie Black Swan-Events18, wie etwa die Insolvenz der Börsenplattform Mt. Gox im Jahr 

2014. Eine unkritische Berücksichtigung entsprechender Zeiträume in den Analysen 

respektive eine Missachtung dieser Meilensteine in der fachlichen Interpretation erhöht 

das Risiko simplifizierter Ergebnisse und somit invalider Ableitungen. 

Um die angeführten Problematiken zu umgehen und die zugrunde liegenden 

Arbeitshypothesen auf Basis einer zielgerichteten, umfassenden sowie methodisch 

fundierten Forschungsarbeit zu validieren, erfolgt zunächst ein umfassendes Review der 

Methodiken aus den vorgestellten Studien. Hierbei sind explizit ihre Mehrwerte und 

Potenziale zur Beachtung von bitcoinspezifischen Datenanomalien zu beurteilen, um 

 
18 Als Black Swan-Events werden als unwahrscheinlich eingeschätzte Ereignisse bezeichnet, 
welchen zugleich jedoch massive Schadenspotenziale beim Eintritt beigemessen werden. Siehe 
hierzu (Taleb, 2007). 
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eine fundierte und anforderungsgerechte Methodikauswahl für den Analyseteil dieser 

Arbeit sicherzustellen. 

 

3.2 Auswahl der Analyseverfahren 

3.2.1 Analyseverfahren in der Forschung 

Die vorangegangene Literaturanalyse hat inhaltlich diskrepante Studienergebnisse über 

mögliche BTC-Kursdeterminanten offenbart. Um eine adäquate analytische 

Vorgehensweise im Rahmen des Analyseteils dieser Arbeit zu gewährleisten, erfolgt 

zunächst ein Überblick über die potenziellen Analysemethoden. Hierzu stellt die 

nachfolgende Tabelle eine Übersicht der angewandten Modelle aus den diskutierten 

wissenschaftlichen Studien bereit. 

Tabelle 8 ï Analysemethoden aus der Literaturrecherche 

Verfahren Kategorie 

Autoregressive Distributed Lag Analysis Zeitreihenanalyse 

Autoregressive Integrated Moving Average Model Zeitreihenanalyse 

Backpropagation Neural Network Deep Learning 

Bayesian Regression Regressionsanalyse 

Bayesian Structural Time Series Analysis Zeitreihenanalyse 

BG-Structural Vector Autoregression Zeitreihenanalyse 

Binomial Regression Regressionsanalyse 

Causality-in-quantile-Test Kausalitätsanalyse 

Co-Integration Kausalitätsanalyse 

Conditional Autoregressive Value at Risk Datenexploration und -analyse 

Conditional quantile Regression Regressionsanalyse 

Convolutional neural network Deep Learning 

Copula based Granger Causality Test Kausalitätsanalyse 

Correlations Analysis (Pearson/Spearman) Kausalitätsanalyse 

Cross-Quantilogram Datenexploration und -analyse 

Decompose Heterogeneous Population Cohorts Zeitreihenanalyse 

Detrended Fluctuation Analysis Zeitreihenanalyse 

Detrended Moving Average Cross-Correlation Zeitreihenanalyse 
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Directed Acyclic Graph Kausalitätsanalyse 

D-Vine par-copula method Kausalitätsanalyse 

Dynamic Conditional Correction Zeitreihenanalyse 

Dynamic Conditional Correction Generalized 
Autoregressive Conditional Heteroskedasticity 

Zeitreihenanalyse 

Entropy-based Causality Test Kausalitätsanalyse 

Extreme Bounds Analysis Datenexploration und -analyse 

Factor-Augmented Vector Autoregressive Datenexploration und -analyse 

Feedforward Neural Network Deep Learning 

Forecast Error Variance Demposition Zeitreihenanalyse 

Gated recurrent unit Deep Learning 

Generalized Autoregressive Conditional 
Heteroskedasticity BEKK 

Zeitreihenanalyse 

Generalized Autoregressive Conditional 
Heteroskedasticity with Generalized Method of 

Moments Estimation 
Zeitreihenanalyse 

Generalized Method of Moments Regression Regressionsanalyse 

Granger Causality Test Kausalitätsanalyse 

Impulse Response Analysis Zeitreihenanalyse 

Jump Generalized Autoregressive Conditional 
Heteroskedasticity 

Zeitreihenanalyse 

Least absolute shrinkage and selection operator 
Regression 

Regressionsanalyse 

Linear Regression Regressionsanalyse 

Logistic Regression Regressionsanalyse 

Long short-term Memory Deep Learning 

Markov regime-switching model  Datenexploration und -analyse 

Multi-Fractal De-trended Fluctuation Cross-
Correlation Analysis 

Zeitreihenanalyse 

Multilayer Perceptron Deep Learning 

Natural Language Processing Datenexploration und -analyse 

Non linear Autoregressive Moving Average Model Zeitreihenanalyse 

Nonlinear Autoregressive Analysis Zeitreihenanalyse 

Nonlinear Autoregressive Distributed Lag Analysis Zeitreihenanalyse 

Phillips algorithm Kausalitätsanalyse 

Polynomial Regression Regressionsanalyse 

Quantile Cross Spectral Dependence model Datenexploration und -analyse 
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Quantile Nonlinear Autoregressive Distributed Lag 
Model 

Zeitreihenanalyse 

Quantile on quantile Regression Regressionsanalyse 

Quantile Regression Regressionsanalyse 

Random Forest Machine Learning 

Recurrent Neural Network Deep Learning 

Recursive Regression Regressionsanalyse 

Seemings unrelated Regression Regressionsanalyse 

Smooth-transition Variance Autoregressive Model 
with bivariate Generalized Autoregressive 

Conditional Heterskedasticity 
Zeitreihenanalyse 

Stacked Denoising Autoencoder Model Machine Learning 

Support Vector Machine Machine Learning 

Support Vector Regression Machine Learning 

Tobit Regression Regressionsanalyse 

Transfer entropy model Kausalitätsanalyse 

Variance Decomposition Zeitreihenanalyse 

Vector Error Correction Model Zeitreihenanalyse 

Wavelet Coherence / Time Frequency Analysis Zeitreihenanalyse 

 

Demnach weisen die Studien neben den divergierenden inhaltlichen Schlüssen auch 

stark differierende Untersuchungsmethoden auf. So sind in der vorliegenden 

Studienauswahl insgesamt 65 unterschiedliche angewandte Verfahren zu identifizieren, 

welche thematisch grob in fünf Cluster statistischer Methoden zu separieren sind: 

Kausalitätsanalyse, Regressionsanalyse, Zeitreihenanalyse, Machine & Deep Learning-

Modelle sowie grundsätzliche Verfahren zur Datenexploration und -analyse. 

Verfahren der Kausalitätsanalyse zielen hierbei grundsätzlich darauf ab, konkrete 

Aussagen über die Kausalbeziehungen von Untersuchungsvariablen zu ermöglichen. 

Somit ist die Kausalitätsanalyse als eine methodische Vertiefung der klassischen 

Korrelationsanalyse zu verstehen, indem die Richtung der kausalen Zusammenhänge 

abgeleitet und zusätzliche Informationen über potenzielle Störfaktoren, welche die 

Beziehungen beeinträchtigen respektive beeinflussen, ermittelt werden (Granger, 1969). 

Entsprechend stellt sich die Anwendung von Kausalitätsanalysen als wertvolle 

Ergänzung für die Analyse von BTC-Kursdeterminanten dar, um die Resultate einfacher 
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Korrelationsanalysen anzureichern und die Beziehungen der Variablen umfassend zu 

erfassen. 

Während diskutierte Korrelations- sowie Kausalitätsanalysen den Zusammenhang 

zwischen einzelnen Variablenpaaren betrachten, ermöglichen Verfahren der klassischen 

Regressionsanalysen die Beziehung zwischen einer abhängigen Variablen und einer 

oder mehreren unabhängigen Variablen in einem Gesamtmodell abzubilden. Um die 

jeweilige Art des Zusammenhangs der Variablen optimal zu erfassen, existieren 

vielfältige Varianten der Regressionsanalyse. Im Ergebnis sind auf Basis valider 

Regressionsmodelle konkrete Aussagen über den Zusammenhang der untersuchten 

Variablen zu treffen und annahmebasierte Prognosemodelle aufzustellen. Mit dem BTC-

Kurs als abhängige Variable sowie den potenziellen Determinanten als erklärende 

Variablen scheinen anhand einer Regressionsanalyse zweckmäßige inhaltliche 

Ableitungen realisierbar. (Eckstein, 2016, S. 197 ff.).  

Im Gegensatz zu der Regressionsanalyse berücksichtigen Verfahren der klassischen 

Zeitreihenanalyse explizit die zeitlich geordnete Folge der Datenpunkte bei der Analyse 

des Zusammenhangs, so dass die Zeitreihenanalyse als eine Spezialform der 

Regressionsanalyse anzusehen ist. Prioritär steht hierbei die Aufdeckung der jeweiligen 

Komponenten einer Zeitreihe im Fokus, um etwaige Trends und Zyklen identifizieren zu 

können. In der Folge lassen sich Prognosen über den zukünftigen Zeitreihenverlauf 

realisieren, welche im Unterschied zu den vorgestellten klassischen 

Regressionsverfahren entsprechend zeitliche Informationen der Datenpunkte 

berücksichtigt. Da die zugrunde liegende Untersuchungsfrage durchgängig Zeitreihen 

behandelt und die zeitlichen Informationen der Kursentwicklung ï etwa aufgrund der 

vermuteten kurseffektuierenden Halving-Zyklen ï als inhaltlich relevant einzustufen sind, 

erscheint der Einsatz von Techniken der Zeitreihenanalyse entsprechend zielführend 

(Eckstein, 2016, S. 241 ff.).  

Darüber hinaus finden in der wissenschaftlichen Forschung Verfahren des Machine- 

sowie Deep Learning Anwendung. Diese zeichnen sich dadurch aus, dass sie im 

Vergleich zu der klassischen Zeitreihen- oder Regressionsanalyse vorteilhaft im 

Umgang mit nicht-linearen Variablenbeziehungen sind. Des Weiteren sind Machine- 

respektive Deep Learning Modelle besser in der Lage komplexe Datenkonstellationen 

und -muster ï etwa bedingt durch eine große Anzahl an Untersuchungsvariablen ï zu 

erkennen (Kratsch et al., 2021, S. 273 ff.). Demgegenüber ist ihre optimale 

Ausgestaltung intrikat und Erklärbarkeit aufgrund der hohen Komplexität häufig 
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problembehaftet. Auf Grund der Vielzahl an Untersuchungsvariablen erscheint die 

Verwendung von Machine- und Deep Learning Methoden für den vorliegenden 

Forschungskontext zweckdienlich. 

Hierneben werden in den diskutierten Studien grundlegende Verfahren zur 

Datenexploration verwendet. Diese unterstützen bei der Erkennung von Mustern und 

Beziehungen in den Daten, ohne hierbei bestimmte Variablenpaare oder Datensätze 

vordefiniert zu fokussieren. Somit sind diese Verfahren vorwiegend als Analyseeinstieg 

oder -ergänzung zu den bereits diskutierten Modellierungsansätze zu betrachten. 

Es bleibt somit festzuhalten, dass aus statistisch-analytischer Perspektive eine Vielzahl 

an Verfahren und Methoden zur Untersuchung von Kursdeterminanten in Frage 

kommen. Entsprechend sind nachfolgend die Potenziale und Mehrwerte der einzelnen 

Verfahren unter Einbezug des konkreten Forschungskontexts abzuwägen, um die 

methodische Vorgehensweise im Analyseteil dieser Arbeit abschließend festzulegen. 

Hierbei sind neben der konkreten Berücksichtigung der grundsätzlichen Forschungsziele 

ï Aussagen über den Zusammenhang der Variablen sowie möglicher 

Zukunftsprognosen ï auch die Charakteristika der zugrunde liegenden Daten ï inklusive 

ihres inhaltlichen Hintergrunds ï zu bedenken. 

 

3.2.2 Modellselektion für diese Arbeit 

Nachdem die in der Forschung angewandten Analyseverfahren festgehalten und in fünf 

Cluster kategorisiert wurden, erfolgt in den weiteren Unterkapiteln eine Auslese der 

relevanten Verfahrensansätze für diese Arbeit. Einführend sei darauf hingewiesen, dass 

die folgenden Ausführungen nicht die grundsätzlichen Anwendungspotenziale der 

entsprechenden Modelle für Forschungsfragen rund um die BTC-Kursentwicklung 

beurteilen, sondern zielgerichtet auf das Datenmodell dieser Arbeit rekurrieren. Des 

Weiteren basiert die Selektion auf den zu erwartenden Nutzen ï eine valide 

Anwendungsmöglichkeit ist erst nach Durchführung der Modellierung inklusive 

entsprechender Diagnostik endgültig zu beurteilen. 

3.2.2.1 Kausalitätsanalyse 

Für eine Kausalitätsanalyse wurden in der ausgewählten Literatur sechs abgrenzbare 

Testverfahren verwendet, welche in der nachfolgenden Tabelle mitsamt den 

wesentlichen inhaltlichen Merkmalen dargelegt werden. Prinzipiell sind Kausalitätstests 

für die vorliegende Arbeit insofern zweckdienlich, als dass diese identifizierte 
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Korrelationen und somit rein statistische Zusammenhänge aus Regressions- und 

Zeitreihenanalysen durch Kausalaussagen inhaltlich bestätigen oder negieren können. 

Tabelle 9 ï Übersicht über relevante Verfahren zur Kausalitätsanalyse 

 

 

Als primäre Methode ist hierbei das Granger Causality Testverfahren zu nennen, 

welches die Eignung einer Zeitreihe für die Prognose einer anderen Zeitreihen feststellt 

(Kónya, 2006, S. 980 f.). Das entsprechende Maß der Vorhersagekraft ist dann 

wiederum als Indikator für die Stärke und Richtung des kausalen Zusammenhangs zu 

interpretieren. Neben dem klassischen Testmodell, welches keine Korrelationen 

zwischen unterschiedlichen Lags der Zeitreihen berücksichtigt, bezieht ein Copula-

based-Modell Abhängigkeiten zwischen verschiedenen Lags mit ein ï und ist als 

Ergänzung für die vorliegende Analyse einzubeziehen, da eine zeitlich verzögerte 

Reaktion des BTC-Kurses auf Entwicklungen von Rahmenbedingungen, welche etwa 

nur mittel- bis langfristige Auswirkungen entfalten, im Sachkontext wahrscheinlich ist. 

Modell Kategorie Charakteristika

Causality-in-quantile-Test
Kausalitäts-

analyse
Å neuer Methodenansatz zur Identifikation von nichtlinearer Kausalitªt

Directed Acyclic Graph
Kausalitäts-

analyse

Å DAG als graphische Visualisierung von entdeckten kausalen 

Zusammenhänge

D-Vine par-copula method
Kausalitäts-

analyse

Å Methode zur Schªtzung von Parameters eines D-vine copula Modells

Å potenzielle Anwendung zur Identifikation von Abhªngigkeiten zwischen 

Variablen und möglichen Kausalitäten

Granger Causality Test (inkl. 

Copula based Variante)

Kausalitäts-

analyse

Å Test zur Bestimmung der Eignung einer Zeitreihe zur Prognose von 

anderen Zeitreihen

Å Annahme: Eine gute Eignung geht mit einer kausalen Beziehung der 

Zeitreihen einher

Å Stationaritªt als Anwendungsvoraussetzung

Å Copula based Causality ber¿cksichtigt als Variante die Korrelationen 

zwischen unterschiedlichen Lags in den Zeitreihendaten

Phillips algorithm
Kausalitäts-

analyse

Å Test auf die Prªsenz einer langfristigen Beziehung zwischen Zeitreihen

Å kein direkter Test auf Kausalitªten => lediglich Evidenzen

Transfer entropy model
Kausalitäts-

analyse

Å Vergleich der Transferentropie zwischen Variablenpaare eines Systems 

zur Aufdeckung von kausalen Beziehungen
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Als Alternative zum Granger Causality Test ist auch ein Transfer Entropy Modell möglich, 

welches durch einen Vergleich der Transferentropie19 zwischen Variablenpaaren 

kausale Beziehungen in einem System aufdecken kann. 

In Abhängigkeit der Resultate ist für die Repräsentation der Ergebnisse ein Directed 

Acyclic Graph in Erwägung zu ziehen, um hiermit der Komplexität des Datenmodells 

aufgrund der Vielzahl an zu untersuchenden Kursdeterminanten entgegenzutreten. 

Hierbei werden die Resultate über die Kausalitäten der einzelnen Variablenpaare in 

einem Netzwerk abgebildet, in welchem jeder Netzwerkknoten eine jeweilige 

Modellvariable repräsentiert. 

Auf weitere Methoden zur Kausalitätsanalyse wird lediglich verwiesen: So weist Phillips 

Algorithmus durch die Prüfung auf Präsenz einer langfristigen Beziehung von Zeitreihen 

lediglich evidenzbasierte Aussagen über mögliche Kausalitäten aus, so dass kein 

Mehrwert gegenüber den zuvor genannten Testverfahren zu erwarten ist und 

nachfolgend auf eine Verwendung verzichtet wird. Ebenso ermöglicht die D-Vine par-

copula Methode durch Parameterschätzungen vergleichbare Evidenzen, welche in 

Anbetracht der Alternativen für die vorliegende Modellierung entbehrlich sind. 

Abschließend sei auf den Causality-in-quantile-Test von Balcilar et al. (2017, S. 76 f.) 

verwiesen, welcher bei Erfüllung der Anwendungsvoraussetzungen differenzierte und 

unter Umständen validere Ableitungen als der klassische Granger Causality-Test 

realisiert. Aufgrund des hohen Komplexitätsgrads wird dieser nachfolgend jedoch nicht 

verwendet. 

 

3.2.2.2 Regressionsanalyse 

In den diskutierten wissenschaftlichen Studien sind neun differenzierbare 

Regressionsmodelle zu identifizieren, welche für den vorliegenden Forschungskontext 

als Analysemethoden abzuwägen sind. Grundsätzlich unterliegt der Einsatz von 

Regressionsmodellen der These, dass zwischen einer abhängigen Variable Y 

(vorliegend: BTC-Rendite) und unabhängigen Variablen X (vorliegend: potenzielle 

Kursdeterminanten) ein statistischer Zusammenhang besteht, so dass die 

Ausprägungen der BTC-Rendite mithilfe der Beobachtungen dargestellter X inhaltlich 

erklärt werden können ï und somit fundierte Aussagen über das Bestehen und den Grad 

eines Einflusses der Kursdeterminanten auf die Renditeentwicklung ermöglicht werden. 

 
19 Die Transferentropie misst hierbei den Informationsaustausch zwischen zwei verschiedenen 
Zeitreihen. 
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Folgende Tabelle gibt hierzu einen Überblick mitsamt den grundlegenden 

Charakteristika der viablen Regressionsverfahren. 

 

Tabelle 10 ï Übersicht über relevante Verfahren zur Regressionsanalyse 

 

 

Demnach ist für den Analyseteil dieser Arbeit eine lineare Regression mit Ordinary Least 

Squares (OLS)-Schätzern vorgesehen. Diese hat den Nachteil, dass eine valide 

Anwendung den strengen Gauss-Markov Axiomen unterliegt, welche unter anderem 

Linearität zwischen X und Y bedingen. Zugleich ist jedoch nutzbringend, dass die 

ermittelten Schätzwerte aus der OLS-Methode bei Erfüllung der 

Anwendungsvoraussetzungen als best linear unbiased estimator (BLUE) gelten 

(Verbeek, 2017, S. 15 ff.). Hierbei stellt insbesondere die Erwartungstreue ein positives 

Modell Kategorie Charakteristika

Bayesian Regression
Regressions-

analyse

Å gibt Wahrscheinlichkeitsverteilung der Modellparameter aus

Å ermºglicht die implizite Ber¿cksichtigung von Unsicherheit und 

probabilistischen Vorhersagen

GMM Regression
Regressions-

analyse

Å gibt Wahrscheinlichkeitsverteilung der Modellparameter aus

Å ermºglicht die implizite Ber¿cksichtigung von Unsicherheit und 

probabilistischen Vorhersagen

Å basiert auf der Momentum-Methode und realisiert keine erwartungstreue 

Schätzer

LASSO Regression
Regressions-

analyse

Å Ergªnzung einer linearen Regression um einen Strafterm

Å implizite Feature Selection durch Eliminierung von nicht signifikanten 

Variablen

lineare Regression (OLS)
Regressions-

analyse

Å BLUE-Punktschªtzer f¿r Modellparameter

Å setzt linearen Zusammenhang voraus

logistische (binomiale) 

Regression

Regressions-

analyse

Å trifft Vorhersage ¿ber einen binªren Outcome

Å schªtzt die Wahrscheinlichkeit des Eintretens von Zustand 1 f¿r den 

Regressor

Polynomial Regression
Regressions-

analyse

Å Zusammenhang zwischen abhªngigen und unabhªngigen Variablen als n-

te Grad eines Polynoms

Quantil/Quantil-on-Quantil 

Regression

Regressions-

analyse

Å Schªtzung der bedingten Quantile des Regressors mit gegebenen 

Werten der Einflussvariablen

Å ermºglicht eine Schªtzung der gesamten Verteilung des Regressors 

anstatt von Punktschätzungen

recursive Regression
Regressions-

analyse

Å Modellierung des Zusammenhangs der Variablen im Zeitverlauf

Å Definition von Zeitfenstern f¿hrt zu jeweils separierten, einzelnen 

Regressionsanalysen innerhalb dieser Zeitfenster

Seemings unrelated 

Regression

Regressions-

analyse

Å ermºglicht die Modellierung der Beziehung multipler abhªngiger und 

unabhängiger Variablen 

Tobit Regression
Regressions-

analyse
Å ermºglicht die Modellschªtzung zensierter Daten
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Gütekriterium dar, weil somit sichergestellt ist, dass der Schätzwert mit steigendem 

Stichprobenumfang gegen den gesuchten wahren Parameter der Grundgesamtheit 

konvergiert. Ergänzend ist auch die separate Modellierung einer Least absolute 

shrinkage and selection operator (LASSO) Regression zu prüfen, welche ein lineares 

Regressionsmodell um einen Strafterm ergänzt. Aufgrund der hohen Anzahl an 

potenziellen Kursdeterminanten, welche im Modell berücksichtigt werden, erscheint eine 

LASSO Regression zur impliziten Eliminierung von nicht signifikanten Variablen und 

somit einer Simplifizierung und Schärfung der linearen Regression zweckdienlich. Als 

weitere Ergänzung ist die Anwendung von Quantilsregressionen für die lineare 

Regression zu prüfen, um neben den Schätzungen über die bedingten Mittelwerte 

(mittels OLS) auch ausgewählte Quantile zu untersuchen. Hierdurch sind Aussagen über 

die Zusammenhänge der Variablen auf unterschiedlichen Werteniveaus möglich, so 

dass die statistischen Zusammenhänge der Variablen in hochvolatilen Phasen separat 

von Phasen niedrigerer Volatilität analysieren werden können ï und hiermit potenzielle 

Unterschiede in den Beziehungsmustern abhängig der Werteniveaus identifizieren 

werden. Darüber hinaus können zusätzliche inhaltliche Mehrwerte auf Basis einer 

Verwendung der Recursive Least Squares (RLS)-Methode erzielt werden, indem diese 

den Zusammenhang der Variablen im Zeitverlauf modellieren. Zusätzlich zu der 

Modellschätzung über den gesamten Zeitraum hinweg geben Informationen über die 

Parameterschätzungen im Zeitverlauf Erkenntnisse darüber, wie stabil respektive 

instabil der Variablenzusammenhang im Betrachtungszeitraum ist ï und erhöht hiermit 

signifikant das Verständnis über die jeweiligen Abhängigkeitskonstellationen. 

Hinsichtlich der linearen Regressionsanalyse ist kritisch anzuführen, dass das Kriterium 

der Linearität im vorliegenden Datenmodell tendenziell nicht einzuhalten sein könnte. 

Der Grund hierfür liegt in der hohen Volatilität des BTC-Kurses, welche in statistischen 

Ausreißern Ausdruck findet und einem entsprechend einfachen linearen 

Zusammenhang entgegen steht. Diskutierte Quantilsregression könnte hiervon weniger 

betroffen sein, dennoch liegt zusätzlich die Vermutung nahe, dass die Abhängigkeiten 

und Beziehungen der Erklärvariablen auf den BTC-Kurs eine derlei Komplexität 

aufweisen, dass diese keiner linearen Beziehung folgen. Aus diesem Grund sind neben 

eines linearen Regressionsmodells auch eine logistische sowie eine polynomische 

Regression anzuwenden. Hierbei unterstellt eine polynomiale Regression einen 

statistischen Zusammenhang n-ten Grades zwischen X und Y, woraus eine höhere 

Anpassungsfähigkeit des Modells auf die zugrunde liegenden Daten resultiert. Dennoch 

gilt grundsätzlich auch für eine polynomiale Regression das Kriterium der Linearität. Aus 
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diesem Grund ist zusätzlich die Modellierung einer logistischen Regression anzuraten, 

da diese anstatt Punktschätzern eine Wahrscheinlichkeitsaussage über den binären 

Output von Y ermöglicht: Bei der logistischen Regression stellen X und Y keine 

prozentualen Wertentwicklungen dar, sondern sind als binomiale Variablen definiert, 

welche mit 0 und 1 die Zustªnde Ăsteigenñ oder Ăsinkenñ widerspiegeln. Entsprechend 

lassen sich auf Grundlage dieser Modellierung im Ergebnis konkrete 

Wahrscheinlichkeitsaussagen darüber treffen, inwiefern die BTC-Rendite auf steigende 

oder sinkende Kursdeterminanten reagiert ï und offenbart somit potenziell weitere 

wertvolle Einblicke in das Beziehungsverhältnis der untersuchten Variablen, ohne 

hierbei einen linearen Zusammenhang vorauszusetzen.20 

Die weiteren aufgeführten Regressionsmodelle werden im Rahmen dieser Arbeit nicht 

angewandt: Eine Tobit Regression ist für das gegebene Datenmodell nicht zielführend, 

da keine zensierte Daten vorliegen. Die Modellierung einer Seemings Unrelated 

Regression (SUR) ist ebenso nicht notwendig, da keine multiple Y im Datenmodell 

vorgesehen sind. Eine Nutzung einer Generalized Method of Moments (GMM)-

Regression sowie eines Bayesian Regressionsmodells analog Shah & Zhang (2014) zur 

impliziten Berücksichtigung von Unsicherheit und probabilistischen Vorhersagen 

beinhalten potenzielle Mehrwerte, werden jedoch aus Komplexitätsgründen nicht 

angewandt. Des Weiteren sind Wahrscheinlichkeitsaussagen auch aus einer 

logistischen Regression abzuleiten. 

 

3.2.2.3 Zeitreihenanalyse 

Die in der studierten Literatur eingesetzten Methoden der Zeitreihenanalyse können in 

zwölf abgrenzbare Verfahren unterteilt werden. Nachfolgende Tabelle fasst diese 

mitsamt den wesentlichen Charakteristika zusammen. 

 
20 Auf eine Quantilsregression für nichtlineare Regressionsverfahren wird aufgrund der Komplexität 
in dieser Arbeit verzichtet ï jedoch hiermit auf die Anwendungsmöglichkeit hingewiesen. 
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Tabelle 11 ï Übersicht über relevante Verfahren zur Zeitreihenanalyse 

 

 

Modell Kategorie Charakteristika

ARDL
Zeitreihen-

analyse

Å Modellierung des Zusammenhangs einer abhªngigen mit einer oder multiplen 

unabhängigen Variablen [Annahme: linear]

Å Identifikation des long-run und short-run-Beziehungen, um Prognose f¿r abhªngige 

Variable zu ermöglichen

ARIMA / ARMA
Zeitreihen-

analyse

Å Modellierung des Zusammenhangs von multiplen Zeitreihenvariablen

Å annahmegemªÇ korrelieren die Zeitreihendaten mit Daten der Vergangenheit 

(Autokorrelation)

Bayesian Structural Times Series 

(BSTS)

Zeitreihen-

analyse

Å Aufstellung von Prognosen f¿r Zeitreihen

Å Ber¿cksichtigung von Trend & Saisonalitªt

BG-SVAR
Zeitreihen-

analyse

Å Modellierung des kausalen Zusammenhangs von multiplen Zeitreihenvariablen

Å Prognose der zuk¿nftigen Werte der Variablen auf Basis des identifizierten 

Zusammenhangs

CAVaR
Zeitreihen-

analyse

Å Modell zur Risikoanalyse von Assets oder Portfolios inklusive zusªtzlicher 

Inputfaktoren

Co-Integration
Zeitreihen-

analyse

Å Bestimmung einer potenziellen Cointegration als Voraussetzung f¿r ein langfristiges 

Gleichgewichtsverhältnis

Å Test als Voraussetzung f¿r die Anwendung von VECM

DCC / DMCA / MF-DCCA
Zeitreihen-

analyse

Å Modellierung der dynamischen Korrelationen von multiplen Zeitreihenvariablen

Å Prognose der zuk¿nftigen Korrelationen; eignen sich f¿r Risikomodellierung von 

Portfolioinvestments

Detrended Fluctuation Analysis 

(DFA) 

Zeitreihen-

analyse

Å Fokus auf Analyse & Ber¿cksichtigung von langfristigen Korrelationen in 

Modellierungen

FAVAR
Zeitreihen-

analyse
Å Modell zur Risikoanalyse von Assets oder Portfolios

FEVD
Zeitreihen-

analyse

Å Technik zur Identifikation der wichtigsten Einflussfaktoren auf den Forecast Error 

Variance

GARCH (BEKK, DCC, DECO, 

GMM, Jump, STVAR-BT)

Zeitreihen-

analyse
Å Modellierung der Volatilitªt einer Zeitreihe

Impulse Response Analysis
Zeitreihen-

analyse

Å Technik zur Analyse der kurz- und langfristigen Effekte von Schocks oder 

Störeinflüsse auf ein System

NAR / NARDL / QNARDL
Zeitreihen-

analyse

Å Modellierung des Zusammenhangs einer abhªngigen mit einer oder multiplen 

unabhängigen Variablen

Å setzen keine Linearititªt des Zusammenhangs der Variablen voraus

Quantile Cross Spectral 

Dependence model / Cross 

Quantilogram

Zeitreihen-

analyse

Å Spektralanalysen bez¿glich der Abhªngigkeit von multiplen Zeitreihen in 

unterschiedlichen Quantilen

Variance Decomposition
Zeitreihen-

analyse

Å Technik des Decomposings der Varianz eines Modells auf die einzelnen 

Kontributoren / Variablen im Model

Å Bewertung der Wichtigkeit der einzelnen Variablen eines Modells hinsichtlich der 

Varianz; unterstützt Modellselektion

VECM
Zeitreihen-

analyse

Å Modellierung des Zusammenhangs von multiplen Zeitreihenvariablen

Å Identifikation des long-run Gleichtsgewichtsverhªltnisses der Variablen

Å durch Ergªnzung eines Fehlerkorrekturterms (ECT) auch anwendbar auf nicht-

stationäre Daten

Wavelet Coherence Analysis /

Time Frequency Analysis

Zeitreihen-

analyse

Å Technik zur Analyse des Zusammenhangs zweier oder mehr Zeitreihen

Å durch Decomposing der Zeitreihen sind Analysen der Variablen auf 

unterschiedlichen Skalenniveaus möglich

Å Identifikation der kausalen Zusammenhªnge der Variablen und ihre Richtung
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Für den Analyseteil dieser Arbeit werden auf drei Techniken der Zeitreihenanalyse 

zurückgegriffen. Im Fokus steht hierbei die Modellierung eines Vector Error Correction 

Models (VECM), welches als Erweiterung der klassischen Vector Autoregressive Models 

(VAR) die Beziehung zwischen multiplen Zeitreihenvariablen quantifizieren (angelehnt 

an u.a. Lin & Brannigan, 2003; Maysami & Koh, 2000; Alogoskoufis & Smith, 1991). Im 

Gegensatz zu VAR erlaubt es ein zusätzlicher Fehlerkorrekturterm die langfristigen 

Gleichgewichtsbeziehungen zwischen den Variablen zu modellieren, was den 

Erkenntnisgewinn über die Beziehungen und somit auch die Prognosegüte von 

Vorhersagemodellen erhöht. Eine notwendige Voraussetzung für die valide Anwendung 

eines VECM liegt in der Cointegration von Zeitreihen, sprich das Vorhandensein eines 

langfristigen Zusammenhangs. Hierfür sind entsprechende Tests, wie etwa der 

Johansen oder Engle-Granger Test, durchzuführen (Granger & Weiss, 1983). 

Ergänzend hierzu vertieft eine Wavelet Time Frequency Analysis (WTFA) das 

Verständnis über die Zusammenhänge der Variablen, indem durch Zerlegung der 

Zeitreihen in ihre einzelnen Frequenzkomponenten eine detaillierte Analyse auf 

verschiedenen Variabilitätsskalen realisierbar wird. Somit ist die Stärke und Konsistenz 

des Zusammenhangs der Kursdeterminanten mit der BTC-Kursentwicklung auf 

verschiedenen Skalen auswertbar, was unter Hinzunahme von Techniken der 

Kausalitätsanalyse konkrete Schlüsse auf die kausalen Zusammenhänge der Variablen 

gewährt (u.a. Kang et al., 2019; Das & Kannadhasan, 2018; Phillips & Gorse, 2018; 

Kristoufek, 2015). 

Als weitere zeitreihenanalytische Technik wird die Impulse Response Analysis (IRA) 

angewandt, um die kurz- und langfristigen Effekte von Schocks oder Störeinflüssen zu 

untersuchen (analog zu u.a. Koutmos, 2018; Bouoiyour & Selmi, 2015). Diese erscheint 

speziell im Kontext des BTC-Kurses inhaltlich wertvoll, um die Treiber der hohen 

Kursvolatilität zu identifizieren und entsprechende Effekte zu quantifizieren.  

Entgegen der wissenschaftlichen Literatur wird vorliegend auf den Einsatz von 

Generalized Autoregressive Conditional Heteroskedasticity (GARCH)-Modellen 

verzichtet, da diese primär die Volatilitäten von Zeitreihen modellieren. Dennoch sei 

darauf verwiesen, dass mittels GARCH-Modellen vielversprechende Ergebnisse zur 

Vorhersage von Zeitreihen erreicht werden können analog Kocak & Un (2014). Ebenso 

werden klassische Autoregressive Integrated Moving Average (ARIMA) (Siami-Namini 

et al., 2019), Autoregressive Distributed Lag (ARDL) (Nkoro & Uko, 2016) sowie 

Nonlinear Autoregressive (NAR)-Modelle nicht weiter berücksichtigt, da diese für die 
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vorliegende Datenkonstellation keine wesentlichen Mehrwerte gegenüber den 

potenziellen Resultaten aus VECM in Aussicht stellen. Analog gilt dies für Dynamic 

Conditional Correlation (DCC)-Modelle, welche primär für die Risikomodellierung bei 

Portfoliobetrachtungen genutzt werden (Caporin & McAleer, 2012; Engle, 2002). 

Hierneben fokussieren Conditional Autoregressive Value at Risk (CAVaR) sowie Factor-

Augmented Vector Autoregressive Value at Risk (FAVaR)-Modelle als 

Risikoanalyseverfahren ebenfalls vordergründig klassische Finanzproduktbewertung (Li 

et al., 2022), so dass diese nachfolgend nicht aufgegriffen werden. Techniken zur 

detaillierten Varianzanalyse und dezidiertem Forecasting analog Antwi et al. (2022) 

mittels Variance Decomposition oder Forecast Error Variance Demposition (FEVD) sind 

ebenfalls nicht im primären Forschungsfokus und werden aus diesem Grund nicht 

angewandt. 

Demgegenüber stellt eine Bayesian Structural Time Series Analysis (BSTS) mit einer 

expliziten Berücksichtigung von möglichen Trends und Saisonalitäten einen adäquaten 

Modellierungsansatz für eine fundierte Zeitreihenprognose dar. Fernerhin ist die 

Anwendung einer Detrended Fluctuation Analysis (DFA) zur Analyse des 

Langfristzusammenhangs von Zeitreihenvariablen eine valide Alternative zu der 

propagierten Kombination aus Cointegration Test sowie VECM (Chakraborti et al., 

2007). Außerdem sei auf eine potenzielle Verwendung eines Quantile Cross Spectral 

Dependence-Models als Spektralanalyse verwiesen, welche durch die Darstellung der 

Abhängigkeiten von multiplen Zeitreihen in unterschiedlichen Quantilen als mittelbare 

Alternative zur WTFA anzusehen ist (Baumöhl, 2019). Bedingt des Umfangs wird jedoch 

auf eine Anwendung dieser Verfahren im Rahmen dieser Arbeit verzichtet.  

 

3.2.2.4 Machine & Deep Learning 

Neben den vorgestellten Methoden der Regressions-, Zeitreihen- sowie 

Kausalitätsanalyse finden in der wissenschaftlichen Forschung zur Untersuchung der 

BTC-Kursentwicklung auch Ansätze des Machine- sowie Deep Learning Anwendung. 

Nachfolgende Tabelle führt hierzu die einzelnen Modellierungsansätze mit ihren 

schwerpunktmäßigen Anwendungsbereichen an.  
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Tabelle 12 ï Übersicht über relevante Verfahren des Machine & Deep Learning 

 

 

Grundsätzlich wird hierbei zwischen einfachen Machine Learning-Modellen und Deep 

Learning-Ansätzen unterscheiden. Verfahren des Machine Learning stellen hierbei 

Algorithmen bereit, welche Muster in Daten eigenständig erkennen und somit bei 

fortwährender Versorgung mit zusätzlichen Daten ihre Modellgüte und Performance 

fortlaufend erhöhen können. Dabei stellen Deep Learning-Verfahren einen 

fortgeschrittenen Typen von Machine Learning-Modellen dar, weil diese aufgrund der 

Nutzung von künstlichen neuronalen Netzen (ANN) in der Lage sind, komplexere Muster 

in großen Datenmengen zu erkennen und in ihrer Modellierung abzubilden (Janiesch et 

al., 2021, S. 685 ff.; Chauhan & Singh, 2018, S. 1 ff.). Demgemäß werden tendenziell 

weniger komplexe Aufgabenstellungen wie etwa Klassifikations- oder 

Regressionsanalysen mit klassischen Machine Learning-Ansätzen behandelt, 

wohingegen für die Aufstellung von Prognosemodellen in umfangreichen und komplexen 

Datenkonstellationen entsprechend Deep Learning-Verfahren eingesetzt werden. Für 

diese Arbeit wird hierzu ein rekurrentes neuronales Netz (RNN) modelliert, welches sich 

durch die Nutzung von Gedächtniszellen in dessen Architektur auszeichnen, infolge 

derer eine Lagerung sowie spätere Berücksichtigung von zeitlichen Informationen in der 

Modellierung realisiert wird. Aus diesem Grund sind RNN für die Analyse von Zeitreihen 

wie im vorliegenden Fall prädestiniert, um etwa zeitlich begrenzte Abhängigkeiten im 

Modell adäquat abzubilden (analog Han et al., 2021; Kourti, 2021; Jiang, 2020; Siami-

Modell Kategorie Charakteristika

SVM (inkl. SVR)
Machine 

Learning

Å Algorithmus zum Clustering von Datenpunkten 

Å insbesondere f¿r Klassifikation- und Regressionsaufgaben geeignet

Random Forest
Machine 

Learning

Å Lernmethode auf Basis von Entscheidungsbªumen

Å insbesondere f¿r Klassifikation- und Regressionsaufgaben geeignet

MLP
Deep 

Learning

Å Eignung zum Lernen komplexer Zusammenhªnge, etwa f¿r 

Klassifikations- oder Regressionsanalysen

Å jedoch weniger effizient f¿r sequenzielle Daten als RNN

RNN (LSTM, GRU)
Deep 

Learning

Å Gedªchtniszellen ermºglichen die Lagerung und Prozessierung von 

historisierten Informationen

Å Eignung f¿r sequentielle Daten, wie etwa Zeitreihen

CNN
Deep 

Learning

Å bestehen aus einem oder mehreren convolutional layer

Å insbesondere f¿r grid-ªhnliche Strukturen geeignet, wie etwa Bilder

SDAE
Deep 

Learning

Å primªre Anwendungsfªlle ist eine Dimensionsreduktion von Daten sowie 

eine adäquate Featureselektion von Datengrundlagen

Å prinzipiell vorgelagertes Tool vor analytischer Modellierung
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Namini et al., 2019; Fischer & Krauss, 2018). Hierbei wird zunächst die Anwendung 

eines Long Short-Term Memory (LSTM)-Modells evaluiert, da dieses durch separate 

Gedächtniszellen und einer komplexeren Struktur als eines der leistungsfähigsten ANN 

gilt und analog Greff et al. (2017) sowie Lara-Benítez et al. (2021) in der Forschung 

verbreitet Anwendung ï unter anderem für Zeitreihenanalysen ï finden. Angesprochene 

Gedächtnisfunktion ist essentiell, um langfristige Abhängigkeiten zwischen der BTC-

Kursentwicklung und den jeweiligen Kursdeterminanten in Prognosemodellen zu 

modellieren. Alternativ findet in der Forschung auch das Gated Recurrent Unit (GRU)-

Modell weitläufig Anwendung, da dieses reduzierter in der Konzeption und Handhabe 

ist. Vorliegend wird hierauf jedoch verzichtet. Weitere Deep Learning-Ansätze, auf 

welche einige Studien für die Analyse der BTC-Rendite zurückgreifen, werden 

nachfolgend nicht verfolgt. Verwendete Alternativen wie Convolutional Neural Networks 

(CNN) und Stacked Denoising AutoEncoder (SDAE) weisen als vorwiegende 

Anwendungsfälle tendenziell grid-ähnliche Datenstrukturen wie Bilderkennung (CNN) 

auf oder fungieren als vorgelagerte Tools zur Dimensions- und Featureselektion (SDAE). 

Dennoch können insbesondere CNN auch erfolgreich für Zeitreihenanalysen und 

Forecasting (teil-)eingesetzt werden (u.a. Livieris et al., 2020; Mehtab et al., 2020). 

Überdies wird mit einem Random Forest-Modell ein Verfahren des klassischen Machine 

Learnings angewandt. Grundsätzlich sind Random Forest-Modelle in der Lage, durch 

die Definition von Zielvariablen und Input-Features die relative Wichtigkeit jedes 

Features zu quantifizieren. Somit eignet sich ein entsprechendes Modell vorliegend zur 

Identifikation der wichtigsten BTC-Kurseinflussgrößen, was wiederum eine Ergänzung 

zu den diskutierten klassischen Regressionsanalysen darstellt und die Expertise über 

die Wirkungszusammenhänge der Variablen potenziell festigt. Fürderhin wird hierdurch 

die Aufstellung eines fundierten Prognosemodells unterstützt. 

Einen alternativen Machine Learning-Ansatz für Klassifikations- sowie 

Regressionsaufgaben stellen Support Vector Regressions (SVR) dar, welche vorliegend 

nicht weiter berücksichtigt werden, jedoch ebenfalls eine populäre Forschungsmethodik 

darstellen (u.a. Zhang & OôDonnell, 2019; Sapankevych & Sankar, 2009; Smola & 

Schölkopf, 2004).  
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3.2.2.5 Sonstige Analyseverfahren 

Nachfolgende Tabelle stellt die übrigen Analyseverfahren zusammen, welche in der 

diskutierten Forschungsliteratur zur Untersuchung der BTC-Kursentwicklung genutzt 

werden. 

 

Tabelle 13 ï Übersicht über weitere eingesetzte Verfahren in der Forschung 

 

 

Hierbei ist vorrangig das Markov Regime-Switching Modell zu erwähnen, da dieses zur 

Identifikation von abzugrenzenden Betrachtungszeiträumen (ĂRegimenñ) geeignet ist. Im 

vorliegenden Forschungskontext könnten hierunter exemplarisch die BTC-

Halvingzyklen fallen, da diese ï nach herrschender Meinung ï wiederkehrende 

Datenmuster im Zeitverlauf charakterisieren, so dass eine eindeutige Identifikation und 

entsprechende Berücksichtigung der Zyklen in den Modellierungen die Modellgüte 

potenziell erhöhen könnte. Eine Anwendung wird nachfolgend indes nicht 

vorgenommen, da die Methoden der Zeitreihenanalyse sowie das RNN entsprechende 

Datenmuster anhand netzwerkökonomischer Variablen ebenfalls erkennen können. 

Analog hierzu wird auf die Möglichkeit einer ï prinzipiell zweckmäßigen ï Verwendung 

einer Extreme Bounds Analysis als Methode der Sensitivitätsanalyse lediglich 

hingewiesen (Ahmed, 2022). Ein Einsatz von Natural Language Processing (NLP) findet 

gemeinhin zur Operationalisierung von semi- und unstrukturierten Daten zwecks 

Sentimenterkennung statt und ist für die nachfolgende Analyse nicht von Bedeutung, da 

der öffentliche Wahrnehmungsgrad über Google Trend sowie Wikipedia-Views 

Modell Kategorie Charakteristika

Extreme Bounds Analysis
Data exploration 

and analysis

Å Sensitivitªtsanalyse zur Bestimmung von Extremwerten

Å Beitrag zur Identifikation von Schl¿sselfaktoren (BTC 

Kursdeterminanten) einer Zielvariablen (BTC-Kursentwicklung)

NLP
Data exploration 

and analysis
Å Sentimentanalyse von semi/unstrukturierten Daten

Markov regime-switching 

model 

Data exploration 

and analysis

Å Modellierung des Systemverhaltens in unterschiedlichen 

Zuständen (Regimen)

Å im Forschungskontext: Regime kºnnten exemplarisch 

datentechnisch abgrenzbare Betrachtungszeiträume, wie etwa 

BTC-Zyklen (Halvings)

Å ermºglichen Prognosemodelle sowie Identifikation von 

spezifischen Dynamiken über bestimmte Zeiträume hinweg 

(BTC-Halvingzyklen)
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abgebildet wird. Eine Erweiterung um ein konkretes Sentiment liegt außerhalb des 

Forschungsfokus dieser Arbeit. 

 

3.3 Analysemethodik dieser Arbeit 

Nachdem im vorangegangen Kapitel diverse Methoden aus unterschiedlichen Analytics-

Teildisziplinen für den Analyseteil dieser Arbeit ausgewählt wurden, ist eine 

Konkretisierung der methodischen Vorgehensweise vorzunehmen. Hierzu fasst die 

nachfolgende Abbildung den vorgesehen Analyseprozess inklusive der Zielsetzung der 

jeweiligen Analyseinstrumente zusammen. 

 

 

Abbildung 5 ï Methodische Vorgehensweise bei der Analyse 

 

Insgesamt umfasst der Analyseprozess vier grundsätzliche Schritte mit jeweils 

individuellen Analyseverfahren. Der Umfang des Analyseprozesses erscheint obligat, da 

die inhaltliche Literaturanalyse die Vermutung nahe legt, dass keine kontinuierlichen 

Zusammenhänge zwischen der BTC-Kursentwicklung sowie den potenziellen 

Einflussfaktoren zu erwarten sind, sondern die Beziehungen der Variablen im Zeitverlauf 

unter Einfluss von gegebenen Rahmenbedingungen variieren. Hieraus resultiert die 

Anforderung, die Analyse möglichst differenziert zu gestalten, indem unterschiedliche 

Zeitraumbetrachtungen sowie Werteniveaus ï etwa über die Betrachtung von Quantilen 
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ï explizit in die Untersuchung aufgenommen werden. Zusätzlich weist die 

Kursentwicklung von BTC durch diskutierte Volatilität und potenzielle Zyklik besondere 

Merkmale auf, welche zur Berücksichtigung die Anwendung unterschiedlicher Verfahren 

bedingen. Aus den bisherigen Erkenntnissen und dem ausgewählten 

Analyseinstrumentarium ist somit bereits zu schließen, dass die aufgestellten 

Arbeitshypothesen nicht eindimensional, sondern unter Einbeziehung von diversen 

Rahmenbedingungen, welche es im Analyseteil zu definieren gilt, multidimensional zu 

prüfen sind. Hierzu ermöglicht eine Kausalitätsanalyse einführend die Identifikation von 

Kausalitäten zwischen dem BTC-Kurs sowie den einzelnen Untersuchungsvariablen, 

ehe unterschiedliche Formen der Regressionsanalyse die Ursache-

Wirkungszusammenhänge aller Untersuchungsvariablen in entsprechenden 

Gesamtmodellierungen abbilden. Hierauf folgende Verfahren der Zeitreihenanalyse 

fokussieren ergänzend den zeitlichen Zusammenhang der Variablen. Abschließend 

werden mit einem Random Forest Algorithmus sowie einer LSTM-Modellierung 

Verfahren aus dem Machine- sowie Deep Learning angewandt, welche für komplexe 

Datenstrukturen gemeinhin als mächtigste Analyseverfahren anzusehen sind. 
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4 Analyseteil 

Der folgende Analyseteil der Arbeit beschäftigt sich mit der Anwendung der 

ausgewählten Analysemethoden auf das vorliegende Datenmodell sowie der 

abschließenden fachlichen Evaluation der Ergebnisse zur Beantwortung der zugrunde 

liegenden Arbeitshypothesen. Nachfolgende Abbildung fasst hierzu den 

Untersuchungsprozess mitsamt den einzelnen Prozessschritten schematisch 

zusammen. 

 

Abbildung 6 ï Analyseprozess dieser Arbeit 

 

Hiernach findet zunächst die Aufbereitung eines strukturierten und formatierten 

Datenkorpus statt. Im Anschluss erfolgt die Anwendung der diskutierten Methoden aus 

den Kausalitäts-, Regressions-, Zeitreihenanalysen sowie Machine- und Deep Learning-

Techniken, um Erkenntnisse hinsichtlich der Einflussfaktoren auf die BTC-

Kursentwicklung zu gewinnen. Anschließend ist eine eingehende fachliche Evaluation 

der Analyseergebnisse durchzuführen, auf deren Grundlage die aufgestellten 

Arbeitshypothesen zu prüfen sind. Zusätzlich ist eine kritische Auseinandersetzung mit 

der methodischen Vorgehensweise erforderlich, um die Limitationen dieser Studie 

offenzulegen und folglich die Aussagekraft der Resultate einordnen zu können. 

4.1 Aufbereitung des Datenkorpus 

In den nachfolgenden Unterkapiteln erfolgt eine inhaltliche Erläuterung des zugrunde 

liegenden Datenmodells, bevor im nächsten Schritt die Daten für die Modellierungen 
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vorbereitet werden. Im Rahmen der Data Ingestion sind hierbei die Daten aus den 

Schnittstellen sowie Datenquellen in python zu überführen. In der folgenden Data 

Preparation sind die Rohdaten für die Modellierung in einem strukturierten und 

formatierten Datenkorpus aufzubereiten. 

4.1.1 Einführung in das Datenmodell 

Die Datengrundlage für den folgenden Analyseteil dieser Arbeit besteht aus dem BTC-

Kurs als abhängige Variable sowie 31 unabhängigen Variablen, welche somit als 

potenzielle Einflussfaktoren auf den BTC-Kurs zu untersuchen sind. Hierzu fasst 

nachfolgende Tabelle die Ausgestaltung des Datenmodells zusammen. 
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Tabelle 14 ï Das Datenmodell dieser Arbeit 

 

 

Der Übersicht ist zu entnehmen, dass die unabhängigen Variablen analog der zugrunde 

liegenden Forschungsfrage sowohl konkrete Entwicklungen des BTC-Netzwerks als 

auch externe Rahmenbedingungen umfassen. Übereinstimmend zu den aufgestellten 

Arbeitshypothesen sind die einzelnen Variablen insgesamt fünfzehn übergreifenden 

Determinanten zugeordnet, von denen vier ï bestehend aus 14 Variablen ï unmittelbar 

These Kategorie Subkategorie

I.a BTC Netzwerk Netzwerksicherheit Hashrate
Mining 

Difficulty

Block 

Interval
Thermocap

I.b BTC Netzwerk Netzwerkökonomie
Stock to 

Flow-Ratio

I.c BTC Netzwerk
Netzwerknutzungs-

grad

Anzahl der 

Trans-

aktionen

Transfer 

Volume

Lightning 

Capacity

Fees 

(mean)*

I.d BTC Netzwerk
Verhalten 

Netzwerknutzer
CDD ASOL

Supply last 

active 1y+
ATS

Exchange 

Balance %

BTC 

Volatility 

Index

II.a
Makro-

ökonomie
Gold Gold Price

II.b
Makro-

ökonomie
Aktienmarkt

S&P 500 

Index

II.c
Makro-

ökonomie

Finanzielle 

Unsicherheit
VIX Index

II.d
Makro-

ökonomie

Politische 

Unsicherheit
EPU

II.e
Makro-

ökonomie

Wirtschaftliche 

Entwicklung
GDPC

II.f
Makro-

ökonomie
Energie Oil Price

II.g
Makro-

ökonomie

Öffentliche 

Wahrnehmung & 

Aufmerksamkeit

Wikipedia 

Views

Google 

Trends

II.h
Makro-

ökonomie
Inflation

Inflation 

Expectation 

5y

CPI % 

month-over-

month

CPI %

year-over-

year

II.i
Makro-

ökonomie
Bond-Märkte DGS5

II.j
Makro-

ökonomie

Fiat 

Währungsstabilität

US-Dollar 

Index

II.k
Makro-

ökonomie
Geld- & Fiskalpolitik FGEXPND M2 Supply FED Funds

* mittelbar auch Anreiz für Netzwerksicherheit

zu untersuchende Einflussvariablen auf den BTC-Kurs
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dem BTC-Netzwerk und die restlichen elf ï bestehend aus 16 Variablen ï 

makroökonomischen Faktoren zugehörig sind. Es sei darauf verwiesen, dass die 

Modellierungen gesondert des fachlichen Kontexts der einzelnen Variablen gesamthaft 

stattfinden. Hierbei sind stellenweise mehrere Indikatoren für die jeweiligen inhaltlichen 

Schwerpunkte in die Modellierung aufgenommen, da die Kennzahlen jeweils 

differierende fachliche Aspekte beinhalten und teilweise verschiedene 

Erhebungszeiträume umfassen, so dass spezifische, möglichst umfangreiche 

Rückschlüsse gezogen werden können. Hierbei gilt es das Risiko von Endogenität in 

den Modellierungen entsprechend zu berücksichtigen. In letzter Konsequenz dient die 

vorgenommene Kategorisierung primär der Erklärung des inhaltlichen Hintergrunds 

sowie der späteren Ergebnisableitung zur Validierung der Arbeitshypothesen, hat jedoch 

keinen direkten Einfluss auf die Modellierungen. 

 

BTC Netzwerksicherheit: 

Indikatoren für die Entwicklung der Netzwerksicherheit bilden im vorliegenden 

Datenmodell die Hashrate, die Mining Difficulty, das Block Intervall sowie das 

Thermocap. Hierbei ist die Hashrate als Echtzeitindikation zu werten, da diese jeweils 

die aktuelle Rechenkapazität ausweist und somit darlegt, wieviel Energie- und 

Hardwareaufwand für eine potenzielle Netzwerkübernahme aufzubringen ist. 

Demgegenüber stellt die Mining Difficulty eine nachgelagerte Kenngröße dar, weil diese 

nur periodisch angepasst wird. Das durchschnittliche Block Intervall hingegen ist als 

langfristige Kennzahl für die Netzwerkstabilität zu sehen, da sich dieses bei einem ï 

mittel- bis langfristig betrachtet ï ausbalancierten Anpassungsverhältnis von 

Rechenkapazität im Netzwerk und Mining Difficulty sowie bei keinen Störevents jeglicher 

Art, wie etwa Bugs, auf näherungsweise 10 Minuten beläuft. Kurzfristig könnte das Block 

Intervall analog der Hashrate als Indikator für die Netzwerksicherheit auf den BTC-Kurs 

wirken, da mit steigender Hashrate ï bei noch ausstehender Anpassung der Mining 

Difficulty ï das Block Intervall im Mittel vorübergehend sinkt. Das Thermocap hingegen 

beschreibt das aggregierte Auszahlungsvolumen aus dem BTC-Netzwerk an die Miner 

in US-Dollar und spiegelt somit die Annahme im Modell wider, das ein steigendes 

Netzwerksicherheitsbudget gleichzeitig auch den Wert des Netzwerks fördert. 

Nachfolgende Abbildung fasst die unterstellten sachlogischen Zusammenhänge der 

diskutierten Variablen zusammen. 
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Abbildung 7 ï Hypothetischer Zusammenhang zwischen Variablen der Netzwerksicherheit und BTC-Kurs 

 

Hiernach begründen Hash-Rate, Mining Difficulty sowie Thermocap einen positiven 

(Kausal-)Zusammenhang mit der Netzwerksicherheit, wohingegen das Block Intervall 

als Variable differenziert zu betrachten ist: Unter kurzfristiger Perspektive ist sachlogisch 

ein negativer Zusammenhang mit der Netzwerksicherheit zu vermuten, unter 

langfristiger Perspektive ist eine konstante Ausprägung sicherheitsfördernd, wohingegen 

eine schwankende Länge des Block Intervalls in der Langfrist für Instabilitäten des 

Netzwerks stünden. Analog der Arbeitshypothesen ist zwischen der Netzwerksicherheit 

und dem BTC-Kurs prinzipiell ein positiver Zusammenhang zu erwarten. 

 

BTC Netzwerkökonomie: 

Die Ausgestaltung der Netzwerkökonomie wird im Datenmodell über die Stock-to-Flow-

Ratio abgebildet. In dieser wird das Verhältnis der im Umlauf befindlichen Menge mit der 

sinkenden Anzahl neu erzeugter BTC für eine theoretische Preisbildung berücksichtigt, 

infolgedessen sich die Bewertung aufgrund der zunehmenden Verknappung erhöht. 

Diese Annahme beruht auf klassischen volkswirtschaftlichen Grundsätzen, wonach eine 

fortwährende Angebotsverknappung ï im BTC-Netzwerk ausgelöst durch die 

stagnierende Mengenentwicklung infolge des Halvings ï bei gleichbleibender Nachfrage 

einen Nachfrageüberhang entstehen lässt, welcher entsprechend den Preis eines Gutes 

treibt (Ammous, 2019, S. 23 ff.). Demzufolge ist eine steigende Stock-to-Flow Ratio als 

Indikator für eine relative Verknappung der verfügbaren BTC anzusehen, infolgedessen 

eine positiven Entwicklung des BTC-Kurses antizipiert wird. Diese These gilt es im 

Rahmen der Analyse zu validieren. 
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Abbildung 8 ï Hypothetischer Zusammenhang zwischen Variablen der Netzwerkökonomie und BTC-Kurs 

 

BTC Netzwerknutzung: 

Indikationen über die Attraktivität des BTC-Netzwerks zur aktiven Nutzung erfolgen über 

Anzahl der Transaktionen im Zeitverlauf, das Transfer Volumen, die durchschnittlichen 

Transaktionsgebühren sowie die Kapazität des Lightning-Zahlungsnetzwerks. Hierbei ist 

ein positiver Zusammenhang zwischen Transaktionsmenge sowie Transfer Volumen mit 

dem BTC-Kurs zu vermuten, da durch eine steigende Nutzung eines Netzwerks auch 

dessen Wert gemªÇ Metcalfeós Law21 steigt (Metcalfe, 2013; Zhang et al., 2015). 

Gleichwohl ist anzuführen, dass die Anzahl an Transaktionen im Zeitverlauf verzerrt und 

nicht die wahre Entwicklung darstellen könnte, da aufgrund von technischen Updates ï 

etwa mittels Taproot-Transaktionen oder der Nutzung von Second Layer-Lösungen wie 

dem Lightning Netzwerk ï prinzipiell auch mehrere Transaktionen innerhalb einer On-

Chain Transaktion auf der BTC-Blockchain stattfinden können. Außerdem sei darauf 

verwiesen, dass sowohl in der Transaktionsmenge als auch im transferierten Volumen 

jegliche Beweggründe inkludiert sind ï und somit auch jegliche Handelsplatzaktivitäten, 

welche in den vergangen Jahren ein deutliches Wachstum erfuhren und infolgedessen 

die Entwicklung im Zeitverlauf verzerren könnten. Eine unmittelbare Auswertung über 

die Anzahl an Bezahlvorgängen für die Bemessung der Attraktivität als Bezahlmethode 

ist aufgrund der grundlegenden Anonymität der Netzwerkadressen vorliegend nicht 

möglich. Eine Annäherung für die praktische Adaption von BTC als Zahlungsmittel ist 

über die aggregierte BTC-Menge in den Zahlungskanälen des Lightning-Netzwerks im 

Datenmodell erfasst. Dieses gilt ï wie in Kapitel 2.2 näher ausgeführt ï aufgrund der 

 
21 Metcalfeôs Law besagt, dass der Wert eines Netzwerks mit dem Quadrat der Anzahl seiner Nutzer 
steigt. 
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Skalierungspotenziale als führende Zukunftstechnologie für ein bitcoinbasiertes 

Zahlungssystem. Zusätzlich sind im Modell die durchschnittlichen Transaktionsgebühren 

als potenzielle Kursdeterminante zu prüfen, da diese unmittelbar den Anreiz der 

Netzwerknutzung beeinflussen. Entsprechend fasst nachfolgende Abbildung die 

unterstellten Zusammenhänge der diskutierten Variablen auf den BTC-Kurs zusammen. 

 

Abbildung 9 ï Hypothetischer Zusammenhang zwischen Variablen der Netzwerknutzung und BTC-Kurs 

 

Hiernach legen steigende Transaktionsmengen, Transfervolumina sowie Kapazitäten im 

Lightning-Netzwerk eine höhere Nutzung und somit eine generell höhere Attraktivität des 

BTC-Netzwerks nahe, was wiederum den BTC positiv beeinflussen könnte. Für die 

Transaktionsgebühren ist ebenfalls ein positiver Zusammenhang mit dem BTC-Kurs zu 

unterstellen, da höhere Gebühren auf ein ausgeprägtes Wettbieten für die Aufnahme 

von Transaktionen in die entsprechenden Transaktionsblöcke hinweisen. 

 

Verhalten von BTC-Netzwerkteilnehmern: 

Weiterhin werden im Datenmodell Verhaltensindikatoren der BTC-Netzwerkteilnehmer 

berücksichtigt, welche Anhaltspunkte über das grundsätzliche Vertrauen in BTC 

offenbaren. Hierzu stellt eine wesentliche Kenngröße die Coin Days Destroyed (CDD) 

dar, welche offenlegt, wie viel Tage die ausgegebenen BTC zuvor unberührt blieben22. 

ὅέὭὲ Ὀὥώί ὈὩίὸὶέώὩὨ ὅὈὈ ὓὩὲὫὩ ὄὝὅzὈὥόὩὶ ίὩὭὸ ὰὩὸᾀὸὩὶ ὃόίὫὥὦὩ  Ὥὲ ὝὥὫὩὲ  

Infolgedessen ist aus dieser Kennzahl abzuleiten, ob zum betrachteten Zeitpunkt 

tendenziell ältere (=lange gehaltene) Coins verkauft werden, welche verhältnismäßig 

 
22 Siehe zu der Metrik CDD die offizielle Dokumentation des Datenanbieters Glassnode: 
https://academy.glassnode.com/indicators/coin-days-destroyed/cdd. 

https://academy.glassnode.com/indicators/coin-days-destroyed/cdd-coin-days-destroyed
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langfristig-orientierten und demnach fundamental überzeugten Haltern zuzuordnen sind, 

oder tendenziell jüngere Coins, welche eher Spekulanten oder Kurzfristinvestoren 

beizumessen sind. Durch die explizite Berücksichtigung der Menge in der Wertermittlung 

wird implizit auch das Verkäuferklientel berücksichtigt: Verkäufer von großen Mengen an 

BTC sind tendenziell als Ăsmart moneyñ zu klassifizieren, wohingegen Verkªufern von 

kleinen Mengen eher Ădumb moneyñ zuzuordnen ist. Grundsªtzlich bleibt zu res¿mieren, 

dass steigende respektive hohe Werte der CDD tendenziell für einen fundamentalen 

Vertrauensverlust in BTC von langfristig orientierten und ehemals überzeugten Haltern 

spricht, wohingegen geringe oder sinkende Ausprägungen eher positiv zu bewerten 

sind. 

Im Gegensatz zu CDD umfassen die Average Spent Outputs Lifespan (ASOL) lediglich 

die durchschnittliche Lebensdauer der ausgegebenen Coins exklusive der Mengen23. 

ὃὺὩὶὥὫὩ ὛὴὩὲὸ ὕόὸὴόὸ ὒὭὪὩίὴὥὲ ὃὛὕὒάὩὥὲ έὪ ὥὰὰ ίὴὩὲὸ έόὸὴόὸί Ὠὥώί  

Demnach gibt der ASOL einen fokussierten Einblick über das Alter der ausgegebenen 

Coins und entsprechende Hinweise auf die Beweggründe der Transaktion analog der 

Interpretation der CDD.  

Hierneben weist die Metrik Supply last active 1+ year den prozentualen Anteil der BTC-

Menge aus, welcher seit mindestens einem Jahr nicht mehr bewegt wurde und zählt 

demzufolge als wesentlicher Indikator für das eminente Vertrauen in BTC. 

Eine vergleichbare Auslegung wird für die Metrik Exchange Balance % angewendet, 

welche den auf Handelsbörsen befindlichen Anteil der BTC-Menge angibt. Je geringer 

dieser Anteil ist, desto größer erscheint das Vertrauen in BTC, da die Halter ihre Coins 

von den Börsen auf private Wallets abziehen. Diesem Verhalten ist zu entnehmen, dass 

die Halter keinen kurz- bis mittelfristigen Verkauf ihrer Coins anstreben, da sie hierfür 

die Coins wiederum zurück an die Börsen transferieren müssten, was wiederum mit 

Transaktionsgebühren verbunden ist. 

Überdies reflektiert der Accumulation Trend Score (ATS) die relative Größe jener 

Entitäten gemessen an ihren BTC-Beständen, welche aktiv Coins akkumulieren. Folglich 

ist einem hohen ATS zu entnehmen, dass große Teilnehmer ï oder ein Großteil der 

Teilnehmer ï BTC akkumulieren, wohingegen ein niedriger ATS bedeutet, dass große 

 
23 Siehe zu der Metrik ASOL die offizielle Dokumentation des Datenanbieters Glassnode: 
https://academy.glassnode.com/indicators/lifespan/. 

https://academy.glassnode.com/indicators/lifespan/asol-average-spent-output-lifespan
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Teilnehmer verkaufen oder zumindest nicht akkumulieren24. Analog zu den 

vorangegangen Rückschlüssen ist bei groÇen Teilnehmern wiederum von Ăsmart 

moneyñ auszugehen, welche aufgrund ihrer Kapitalmenge auch den BTC-Kurs 

maßgeblich beeinflussen. 

Ergänzend wird mit dem BTC Volatility Index (BVIN) eine Maßzahl für die implizite 

Volatilität im Datenmodell berücksichtigt. Dieser repräsentiert die erwartete 

Schwankungsintensität des BTC-Kurses über die nächsten 30 Tage anhand von 

europäischen Optionen mit unterschiedlichen Ausübungspreisen (Alexander & Imeraj, 

2020). Vergleichbare Risikoindizes wie der CBOE Volatility Index (VIX) auf den S&P 500 

sind gemeinhin negativ mit dem jeweiligen Leitindex korreliert, da erhöhte Volatilität 

zumeist in Zeiten vermehrter Unsicherheit und Turbulenzen zu Kursrückgängen führen. 

Demnach ist ein niedriger respektive sinkender BVIN tendenziell ein positives Signal für 

das Vertrauen in BTC. Alle Indikatoren sind in nachfolgender Abbildung mit ihren 

diskutierten Effekten auf das Vertrauen in BTC und damit mittelbar auf die BTC-

Kursentwicklung dargestellt. 

 

Abbildung 10 ï Hypothetischer Zusammenhang zwischen Variablen des Netzwerkvertrauens und BTC-
Kurs 

 

Makroökonomie ï Gold: 

Einen potenziellen makroökonomischen Faktor stellt die grundsätzliche Nachfrage nach 

Wertaufbewahrung dar. Wie in Kapitel 2.2 diskutiert erfüllt BTC qua seinen 

Eigenschaften hinsichtlich Rarität, Fungibilität sowie Durabilität die essentiellen 

Voraussetzungen für ein adäquates Wertaufbewahrungsmittel, so dass BTC als 

potenzielles Substitutionsprodukt zu Gold anzusehen ist. Aus diesem Grund wird der 

 
24 Siehe zu der Metrik ATS die offizielle Dokumentation des Datenanbieters Glassnode: 
https://academy.glassnode.com/indicators/ats. 

https://academy.glassnode.com/indicators/accumulation-trend-score
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Gold-Kurs als ein Indikator und somit potenzielle Einflussgröße in die Modellierung 

miteinbezogen: Vordergründig als Indikator dafür, ob der BTC-Kurs mit dem Gold-Kurs 

positiv korreliert und dem BTC hiermit tendenziell vom Finanz- und Kapitalmarkt eine 

vergleichbare Wertaufbewahrungsfunktion wie Gold zugerechnet wird.  

 

Abbildung 11 ï Hypothetischer Zusammenhang zwischen Gold- und BTC-Kurs 

 

Jedoch ist auch die Möglichkeit zu betonen, dass keine oder eine negative Korrelation 

zwischen beiden Vermögenswerten vorliegt, indem etwa wechselseitige 

Substitutionseffekte den statistischen Zusammenhang effektuieren. 

 

Makroökonomie ï Aktienmarkt: 

Zusätzlich wird auch der potenzielle Einfluss des breiten Aktienmarktes auf den BTC-

Kurs untersucht. Hierzu wird der S&P 500, welcher die 500 größten börsennotierten US-

amerikanischen Unternehmen umfasst, in die Modellierungen miteinbezogen. Hierbei ist 

die Ausgangshypothese, dass zwischen den Entwicklungen beider Vermögensklassen 

kein unmittelbarer Zusammenhang besteht, da BTC als Zahlungs- sowie 

Wertaufbewahrungsmittel separat von den Aktienmärkten anzusehen ist.  
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Abbildung 12 ï Hypothetischer Zusammenhang zwischen dem Aktienmarkt und BTC-Kurs 

 

Makroökonomie ï Energie: 

Des Weiteren ist die Entwicklung von Rohstoffpreisen über die Berücksichtigung des Öl-

Kurses in der Analyse vorzunehmen. Dies unterliegt der These, dass kein Einfluss auf 

den BTC-Kurs vorliegt. 

 

Abbildung 13 ï Hypothetischer Zusammenhang zwischen dem Rohstoff-/Energiemarkt und BTC-Kurs 

 

Makroökonomie ï Wirtschaftliche Entwicklung: 

Die globale gesamtwirtschaftliche Entwicklung wird über das Gross Domestic Product 

(GDP) der Vereinigten Staaten von Amerika25 näherungsweise in den Modellierungen 

 
25 Grundsätzlich beschränken sich die vorliegenden Wirtschafts-, geld- sowie fiskalpolitischen 
Kennzahlen auf Daten für die USA, da diese als größte Volkswirtschaft der Welt sowie Emittent der 
globalen Leitwährung als Proxy für die Weltwirtschaft. Darüber hinaus liegt ein zusätzlicher Vorteil in 
der Stabilität sowie Verlässlichkeit der zur Verfügung stehenden Daten. 
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repräsentiert. Analog der vorangegangenen Ausführungen wird kein Zusammenhang 

zwischen BTC-Kurs und der Entwicklung des GDP angenommen. 

 

Abbildung 14 ï Hypothetischer Zusammenhang zwischen der konjunkturellen Entwicklung und BTC-Kurs 

 

Makroökonomie ï Finanzielle (Markt-)Unsicherheit: 

Eine Indikation über die Marktunsicherheit wird über den Einbezug des Chicago Board 

Options Exchange (CBOE) Volatility Index (VIX) realisiert, welcher die erwartete 

Schwankungsbreite des S&P 500 über die kommenden 30 Tage wiedergibt. Hierbei wird 

erwartet, dass bei steigender Unsicherheit und einer turbulenten Marktlage die 

Nachfrage nach konservativen Wertaufbewahrungsmitteln steigt, so dass hiervon auch 

der BTC-Kurs profitieren sollte. 

 

Abbildung 15 ï Hypothetischer Zusammenhang zwischen Marktunsicherheiten und BTC-Kurs 

 

Makroökonomie ï Politische Unsicherheit: 

Darüber hinaus werden über den US Categorial Economic Policy Uncertainty Index 

(EPU) ökonomische sowie politische Unsicherheiten in der Analyse abgebildet, indem 
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das Sentiment von Artikeln aus über 1.000 US-amerikanischen Zeitungen ï etwa 

hinsichtlich geopolitischen sowie volkswirtschaftlichen Risiken ï untersucht und mittels 

eines Indexwerts quantifiziert wird26. Analog den Erwartungen bei steigender 

Marktunsicherheit wird aufgrund des Wertstabilitätsversprechens von BTC ein positiver 

Einfluss des EPU auf die Kursentwicklung angenommen. 

 

Abbildung 16 ï Hypothetischer Zusammenhang zwischen politischen Unsicherheiten und BTC-Kurs 

 

Makroökonomie ï Stabilität der Fiat-Währungen: 

Als eine weitere makroökonomische Einflussgröße auf den BTC-Kurs ist die Stärke von 

Fiat-Währungen zu evaluieren. Hierzu wird nachfolgend der US-Dollar Index (USDX) 

betrachtet, welcher den Wert des US-Dollar in das Verhältnis zum Euro, dem 

japanischen Yen, das britische Pfund, den kanadischen Dollar, der schwedischen Krone 

sowie dem Schweizer Franken setzt. Da der US-Dollar als globale Leitwährung gilt, 

mutet der USDX als Indikator für die Stärke des Fiat-Währungssystems eine 

angemessene Referenz an. Demgemäß wird zwischen dem USDX und dem 

konkurrierenden BTC ein negativer Zusammenhang unterstellt. 

 
26 Siehe zu der Berechnungsweise die offizielle Dokumentation des US Daily News Index unter 
https://www.policyuncertainty.com/. 

https://www.policyuncertainty.com/us_monthly.html
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Abbildung 17 ï Hypothetischer Zusammenhang zwischen Stärke der Fiat-Währungen und BTC-Kurs 

 

Makroökonomie ï Öffentliche Aufmerksamkeit & Wahrnehmung: 

Ferner ist zu untersuchen, ob die BTC-Kursentwicklung von übermäßig medialer 

Aufmerksamkeit, wie es insbesondere in Phasen von steigenden Kursen etwa über 

Social Media zu vermuten ist, signifikant beeinflusst wird. Hierzu werden nachfolgend 

die Daten von Google Trends f¿r das Suchwort ĂBitcoinñ sowie die Anzahl der Wikipedia 

Views des amerikanischen Bitcoin-Artikels in die Analysemodellen als Indikatoren 

aufgenommen. Auf Grund des hohen öffentlichen Interesses an BTC sowie der 

extensiven Bewerbung von Handels- und Tradingplattformen in Markthochphasen ist ein 

bedeutsamer Einfluss auf die Kursentwicklung zu vermuten. 

 

Abbildung 18 ï Hypothetischer Zusammenhang zwischen der medialen Präsenz und dem BTC-Kurs 
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Makroökonomie ï Geld- und Fiskalpolitik: 

Als Alternative für ein zukünftiges Währungssystem sind auch die Entwicklungen und 

Maßnahmen der hiesigen Geld- und Fiskalpolitik, welche die Zukunft des aktuellen 

Währungssystems mitentscheiden, für BTC relevant. Folglich werden diese über die 

Regulierung der M2 Geldmenge, der Entwicklung der Zinssätze der Zentralbanken 

sowie den öffentlichen US-Staatsausgaben analytisch berücksichtigt. Hierzu weisen die 

Federal Government Current Expenditures (FGEXPND) die öffentlichen amerikanischen 

Staatsausgaben aus, welche vorliegend als Indiz für eine Schwäche des gegenwärtigen 

Finanz- und Währungssystems infolge permanenter Erweiterung der im 

Wirtschaftskreislauf befindlichen Geldmenge zwecks Konsumanreizen gewertet wird27. 

Ergänzend wird die von der US-amerikanischen Notenbank Federal Reserve (Fed) 

gesteuerte M2 Geldmenge als Variable in das Datenmodell aufgenommen28. Sowohl für 

die Steigerung der US-Staatsausgaben als auch der M2-Geldmenge wird eine positive 

Beeinflussung des BTC-Kurses erwartet, da diese als Ausmaß der Fragilität des 

aktuellen Finanzsystems zu bewerten sind und eine erhöhte Geldmenge prinzipiell die 

Preise sämtlicher Waren, Güter und Vermögenswerte erhöht. Außerdem wird die Fed 

Rate, welche den durch die US-Notenbank festgelegten Zinssatz ï auch Leitzins 

genannt ï definiert, zu dem amerikanische Finanzinstitute sich untereinander Geld 

beleihen, als weitere Modellvariable berücksichtigt. Infolge einer Erhöhung der Fed Rate 

steigen die Kosten für die Geldbeschaffung, da die Banken höhere Zinsen an die 

Zentralbanken zu entrichten haben, welche diese wiederum an die privaten Endkunden 

weitergeben. Hieraus resultiert ein sinkender Anreiz von privater wie institutioneller 

Kreditaufnahme, so dass der Konsum und die Inflation tendenziell gedämpft werden. 

Zugleich führen erhöhte Leitzinsen zu einer Steigerung der Zinsen für Tages- und 

Festgeldkonten, so dass das klassische Sparen über das gegenwärtige Finanz- und 

Währungssystem incentiviert wird. Infolgedessen sinkt tendenziell der Anreiz einer BTC-

Investition, so dass für eine steigende Fed Rate ein negativer Effekt auf die BTC-

Kursentwicklung zu vermuten ist. 

 
27 Insbesondere in Zeiten konjunktureller Problemlagen auch als Ădeficit spendingñ bezeichnet, da 
mittels der Aufnahme zusätzlicher öffentlicher Verschuldung Konsumanreize zur Stimulation der 
Wirtschaft gesetzt werden. Die Grundlage dieser wirtschaftspolitischen Ausrichtung liegt im 
Keynesianismus. 
28 Die M2-Geldmenge umfasst neben dem schnell verfügbaren Geld (M1-Geldmenge) Spar- und 
Termineinlagen sowie Anteile an Geldmarktfonds, siehe https://www.federalreserve.gov/  

https://www.federalreserve.gov/faqs/money_12845.htm
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Abbildung 19 ï Hypothetischer Zusammenhang zwischen zentraler Geld- und Fiskalpolitik und dem BTC-
Kurs 

 

Makroökonomie ï Bond Märkte: 

Ein alternatives Wertaufbewahrungsmittel zu BTC mit einer begrenzten, jedoch 

vermeintlich sicheren, Rendite stellen Staatsanleihen dar. Aus diesem Grund werden 

über die Market Yield on U.S. Treasury Securities at 5-Year Constant Maturity, Quoted 

on an Investment Basis (DGS5) die Zinsen der fünfjährigen US-amerikanischen 

Staatsanleihen als potenzielle BTC-Kursdeterminante berücksichtigt. Hierbei weisen 

beide Anlageklassen ein unterschiedliches Risk-Return-Verhältnis auf: Während BTC 

eine hohe Volatilität und Unsicherheit mit ï bislang mittelfristig ï hohen Renditen 

verknüpft, liegt die Attraktivität von Bond-Märkten primär und niedrigen, dafür 

festgelegten Renditen. Im Ergebnis stellen beide Anlageklassen somit ein konträres 

Anlagegut, so dass die Attraktivität abhängig von dem situativen Marktsentiment 

erscheint und tendenziell ein negativer Zusammenhang beider Variablen zu erwarten ist. 

 

Abbildung 20 ï Hypothetischer Zusammenhang zwischen der Attraktivität der Bond-Märkte und dem BTC-
Kurs 
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Makroökonomie ï Inflation: 

Inhaltlich ergänzend zu der Evaluierung der M2 Geldmengenausschüttung wird auch die 

unmittelbare US-Konsumentenpreisinflation über den Consumer Price Index (CPI) als 

Untersuchungsvariable aufgenommen. Neben des realen CPI ï vorliegend gemessen 

über die monatliche Month-over-Month (MoM) sowie jährliche Year-over-Year (YoY) 

Wachstumsrate ï wird auch die erwartete Inflation über die kommenden fünf Jahre 

anhand der Differenz der Zinssätze der fünfjährigen Staatsanleihen in- sowie exklusive 

Inflation als Variable inkludiert. Hierdurch werden potenzielle Einflüsse sowohl von realer 

als auch erwarteter Inflation im Analyseprozess evaluiert ï zusätzlich zu geldpolitischen 

Entscheidungen wie der M2 Geldmengenregulation, welche Inflation begünstigen, diese 

aufgrund komplexer Wirkungszusammenhänge jedoch nicht zwangsläufig zur Folge 

haben müssen. Gemäß der Arbeitshypothese sollte eine hohe reale wie auch zu 

erwartende Inflation infolge einer hieraus resultierenden Vermögenswertinflation 

entsprechend einen kursfördernden Effekt auf BTC besitzen. 

 

Abbildung 21 ï Hypothetischer Zusammenhang zwischen Inflationsdaten und dem BTC-Kurs 
 

 

4.1.2 Data Ingestion 

Nach der inhaltlichen Einführung in das Datenmodell steht im ersten Schritt des 

Analyseprozesses die Überführung sowie Aufbereitung der Rohdaten zur weiteren 

Bearbeitung in python an. Hierzu sind in der nachfolgenden Tabelle die Bezugs- sowie 

Primärquellen für die einzelnen Variablen festgehalten. 
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Tabelle 15 ï Data Ingestion: Bezugsquellen der Rohdaten 

 

 

Es ist ersichtlich, dass sämtliche Variablen, welche unmittelbar das BTC-Netzwerk 

betreffen, über Glassnode bezogen werden. Glassnode ist einer der führenden 

Blockchain Data Intelligence Plattformen und bietet für eine Vielzahl der existierenden 

Blockchain-Projekte Dateninsights, welche sie Ăon-chainñ, sprich unmittelbar von den 

KPI Oberkategorie Bezug Primärquelle technische Anbindung

BTC Price BTC Netzwerk glassnode BTC On-Chain API

Hashrate BTC Netzwerk glassnode BTC On-Chain API

Mining Difficulty BTC Netzwerk glassnode BTC On-Chain API

Block Interval BTC Netzwerk glassnode BTC On-Chain API

Thermocap BTC Netzwerk glassnode BTC On-Chain API

Fees (mean) BTC Netzwerk glassnode BTC On-Chain API

Stock to Flow-Ratio BTC Netzwerk glassnode BTC On-Chain API

Transactions BTC Netzwerk glassnode BTC On-Chain API

Transfer Volume BTC Netzwerk glassnode BTC On-Chain API

CDD BTC Netzwerk glassnode BTC On-Chain API

ASOL BTC Netzwerk glassnode BTC On-Chain API

Supply last active 1+y BTC Netzwerk glassnode BTC On-Chain API

ATS BTC Netzwerk glassnode BTC On-Chain API

Exchange Balance % BTC Netzwerk glassnode BTC On-Chain API

BVIN BTC Netzwerk glassnode cryptocompare.com API

Lightning Capacity BTC Netzwerk glassnode BTC On-Chain API

Gold Price Makroökonomie yahoo-finance COMEX API

S&P 500 Index Makroökonomie yahoo-finance NYSE, NASDAQ API

VIX Index Makroökonomie yahoo-finance CBOE API

US-Dollar Index Makroökonomie yahoo-finance Intercontinantal Exchange (ICE) API

Oil Price Makroökonomie yahoo-finance New York Mercantile Exchange API

Google Trends Makroökonomie pytrends google.com API

Wikipedia Views Makroökonomie Wiki Analytics en.wikipedia.org/wiki/bitcoin CSV-Download

M2 Supply Makroökonomie
Economic Research Fed 

St. Louis (USA)

Board of Governors of the Federal 

Reserve System (US)
CSV-Download

GDP Makroökonomie
Economic Research Fed 

St. Louis (USA)

U.S. Bureau of Economic 

Analysis
CSV-Download

FED Funds Makroökonomie
Economic Research Fed 

St. Louis (USA)

Board of Governors of the Federal 

Reserve System (US)
CSV-Download

EPU Makroökonomie
Economic Research Fed 

St. Louis (USA)
Baker et al CSV-Download

DGS5 Makroökonomie
Economic Research Fed 

St. Louis (USA)

Board of Governors of the Federal 

Reserve System (US)
CSV-Download

Inflation Expectation 5y Makroökonomie
Economic Research Fed 

St. Louis (USA)

Board of Governors of the Federal 

Reserve System (US)
CSV-Download

CPIAUCSL Makroökonomie
Economic Research Fed 

St. Louis (USA)
U.S. Bureau of Labor Statistics CSV-Download

FGEXPND Makroökonomie
Economic Research Fed 

St. Louis (USA)

U.S. Bureau of Economic 

Analysis
CSV-Download
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jeweiligen Blockchains, abgreifen. Hierzu stellen sie neben Rohdaten (ĂDatañ) auch 

finanzielle Metriken und Indikatoren (ĂIntelligenceñ) inklusive langjªhriger Historie ¿ber 

entsprechende Application Programming Interface (API)-Schnittstellen zur Verfügung. In 

Abhängigkeit der konkreten Anforderungen sind die Daten sowohl kostenlos als auch 

über Premiumaccounts gegen monatliche Gebühren zu beziehen. Für die vorliegenden 

Daten ist der Abschluss eines kostenpflichtigen Advanced-Abonnements notwendig, um 

einen vollständigen Zugriff auf die einzelnen Metriken sowie deren Historie zu erhalten29. 

Über die angesprochene Schnittstelle ist es in der Folge möglich, die Tagesdaten der 

einzelnen Metriken direkt in python abzurufen. 

Als weitere Bezugsquelle dient die Yahoo Finance API, über die auf eine Vielzahl an 

Börsendaten kostenfrei zugegriffen werden kann30. Im vorliegenden Datenmodell 

können somit die Daten für den Goldkurs, den S&P 500, den VIX, USDX sowie den 

Ölpreis bezogen werden. Die zugrunde liegenden Primärquellen, von denen yahoo-

finance die Daten bezieht, sind die entsprechenden Börsenplätze, an denen die Assets 

und Indizes originär ausgegeben und gehandelt werden. 

Die Daten zur Berücksichtigung der medialen Aufmerksamkeit von Bitcoin werden 

jeweils separat erhoben: Die Google-Trend Daten sind über eine inoffizielle, jedoch 

populäre und anerkannte API abrufbar31. Die Wikipedia Views hingegen sind über 

Pageviews Analysis, eines von Wikipedia unterstützten Tools zur Datenanalyse, als 

Comma Separated Values (CSV)-Export herunterzuladen und in python zu 

importieren32. 

Die übrigen makroökonomischen Daten aus den USA werden über die Webseite der 

Forschungsabteilung der Fed St. Louis bezogen. Diese konsolidiert die Daten diverser 

US-amerikanischen Behörden und stellt diese kostenfrei zum Download zur Verfügung. 

Infolgedessen sind die Daten wiederum als CSV-Dateien herunterzuladen und manuell 

in python zu überführen33. 

 
29 Für mehr Informationen siehe die offizielle Webseite: https://glassnode.com/.  
30 Yahoo Finance bietet als Finanznachrichtendienst umfassende Dienstleistungen rund um den 
Börse- & Finanzmarkt an, inklusive Marktdaten: https://de.finance.yahoo.com/. Über die yfinance-API 
sind die Kursdaten kostenfrei verfügbar. Mehr hierzu unter https://github.com/yfinance. 
31 Mehr zu der pytrends-API unter: https://github.com/pytrends. 
32 Quelle: https://pageviews.wmcloud.org/. 
33 Quelle: https://www.stlouisfed.org. 

https://glassnode.com/
https://de.finance.yahoo.com/
https://github.com/ranaroussi/yfinance
https://github.com/GeneralMills/pytrends
https://pageviews.wmcloud.org/?project=en.wikipedia.org&platform=all-access&agent=user&redirects=0&range=latest-20&pages=Bitcoin
https://www.stlouisfed.org/
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4.1.3 Data Preparation 

Im Anschluss an die Data Integration sind die Rohdaten für die folgenden 

Modellierungen zu assimilieren. Hierzu zeigt folgende Übersicht die Merkmale der 

beschaffenen Rohdaten. 

Tabelle 16 ï Eigenschaften der Rohdaten 

 

 

Hiernach ist zu konstatieren, dass die bitcoinspezifischen Metriken im Regelfall für die 

gesamte Historie jeweils auf Tagesbasis vorliegen, wohingegen die 

Erhebungszeitpunkte der makroökonomischen Daten von täglich, werktäglich, monatlich 

KPI Datenpunkte Datentyp Füllmethode

BTC Price täglich Zahlenwert -

Hashrate täglich Zahlenwert -

Mining Difficulty täglich Zahlenwert -

Block Interval täglich Zahlenwert -

Thermocap täglich Zahlenwert -

Fees (mean) täglich Zahlenwert -

Stock to Flow-Ratio täglich Zahlenwert -

Transactions täglich Zahlenwert -

Transfer Volume täglich Zahlenwert -

CDD täglich Zahlenwert -

ASOL täglich Zahlenwert -

Supply last active 1+ y täglich Prozentwert -

ATS täglich Skala -

Exchange Balance % täglich Prozentwert -

BVIN täglich Zahlenwert -

Lightning Capacity täglich Zahlenwert -

Gold Price werktags Zahlenwert LOCF-Methode

S&P 500 Index werktags Zahlenwert LOCF-Methode

VIX Index werktags Zahlenwert LOCF-Methode

US-Dollar Index werktags Zahlenwert LOCF-Methode

Oil Price werktags Zahlenwert LOCF-Methode

Wikipedia Views täglich Zahlenwert -

Google Trends täglich Skala -

M2 Supply monatlich Zahlenwert Interpolation

GDP quartalsweise Zahlenwert LOCF-Methode

FED Funds monatlich Prozentwert LOCF-Methode

EPU täglich Zahlenwert -

DGS5 werktags Prozentwert LOCF-Methode

Inflation Expectation 5y werktags Prozentwert LOCF-Methode

CPI monatlich Zahlenwert LOCF-Methode

FGEXPND quartalsweise Zahlenwert Interpolation
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bis hin zu quartalsweise variieren. Da die Untersuchung des BTC-Kurses nachfolgend 

auf täglicher Frequenz erfolgt, sind für die geringer frequentierten makroökonomischen 

Zeitreihen anforderungsgerechte Füllmethoden notwendig, damit die Modelle 

entsprechende Wirkungszusammenhänge viabel erfassen können. Zusätzlich können 

auch vereinzelte Datenpunkte infolge von Messungenauigkeiten fehlen, so dass auch 

diese zu korrigieren sind. Nachfolgende Tabelle zeigt diesbezüglich die Anzahl der 

fehlenden Datenpunkte je Variable vor der Anwendung von Füll- bzw. 

Korrekturmethoden. 

Tabelle 17 ï Übersicht der vorliegenden Datenpunkte je Variable34 

 

 

Mit Ausnahme der M2 Geldmenge sowie des FGEXPND wird zur Auffüllung der 

fehlenden Datenpunkte für die identifizierten Variablen die Last-Obversation-Carried-

 
34 Der Erhebungszeitraum (17.07.2010 ï 31.12.2022) umfasst insgesamt 4.551 Datenpunkte. 

KPI Anzahl NaN Bewertung

BTC Price 0 vollständig

Hashrate 0 vollständig

Mining Difficulty 0 vollständig

Block Interval 0 vollständig

Thermocap 1 Datenfehler

Fees (mean) 0 vollständig

Stock to Flow-Ratio 0 vollständig

Transactions 0 vollständig

Transfer Volume 0 vollständig

CDD 0 vollständig

ASOL 0 vollständig

Supply last active 1+ y 0 vollständig

ATS 0 vollständig

Exchange Balance % 396 fehlende Historie

BVIN 3790 fehlende Historie

Lightning Capacity 2751 fehlende Historie

Gold Price 1416 nur werktags

S&P 500 Index 1414 nur werktags

VIX Index 1414 nur werktags

US-Dollar Index 1412 nur werktags

Oil Price 1449 nur werktags

Wikipedia View 1810 fehlende Historie

Google Trends 0 vollständig

M2 Supply 4401 nur monatlich

GDPC 4501 nur quartalsweise

FED Funds 4401 nur monatlich

EPU 0 vollständig

DGS5 1436 nur werktags

Inflation Expectation 5y 1436 nur werktags

CPI 4401 nur quartalsweise

FGEXPND 4501 vollständig
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Forward (LOCF)-Methode angewandt. Diese basiert auf der Logik, dass der jeweils 

zuletzt beobachtete Wert bis zur nächsten erhobenen Ausprägung fortgeschrieben wird. 

Für die vorliegenden Daten erscheint dieses Vorgehen adäquat: Inhaltlich wird über die 

LOCF-Methode die Aussage im Modell abgebildet, dass die betroffenen Variablen 

keinen Änderungen unterliegen und somit keine neuen Informationen für die 

Marktteilnehmer vorliegen, welche den BTC-Kurs beeinflussen könnten und somit 

einzupreisen wären. Auf die börsengehandelten Vermögensklassen wie Gold oder dem 

S&P 500 angewandt impliziert dies, dass die Kurse über das Wochenende hinweg 

soweit unverändert bleiben, was prinzipiell der Realität entspricht. Ein valides 

Gegenargument an dieser Stelle ist, dass in den Modellierungen eine unveränderte 

Kursentwicklung mit einer geschlossenen und folglich unmöglichen Kursentwicklung an 

den Spotmärkten gleichgesetzt wird, während außerhalb der regulären 

Börsenöffnungszeiten weiterhin Handelsmöglichkeiten existieren. Eine alternative 

Möglichkeit an dieser Stelle wäre es, die Kursänderungen über Futures zu antizipieren 

und zeitlich somit verursachungsgerecht zuzuordnen. Hierbei ist es jedoch fraglich, 

inwiefern Futuremärkten die gleiche Bedeutung wie Spotmärkten beigemessen wird, so 

dass diese Option vorliegend nicht verfolgt wird. Die Anwendung der LOCF-Methode 

erscheint analog auch für makroökonomische Daten mit periodischen 

Erhebungszeitpunkten insofern adäquat, dass Marktreaktionen unmittelbar an den 

Zeitpunkten der Veröffentlichung erfolgen, so dass eine interimistische Fortschreibung 

der Werte mit hieraus resultierender mathematischer Stagnation valide für die 

Modellierung erscheint. Für die Auffüllung von inkorrekt fehlenden Datenpunkten wäre 

eine Interpolation der Daten tendenziell akkurater. Aufgrund der geringen Fallzahlen und 

hiermit insignifikanten Auswirkung auf die Analyse wird aus Simplifizierungsgründen die 

LOCF-Methode über alle fehlenden Datenpunkte hinweg angewandt. 

Konträr zu den vorangegangen Ausführungen werden die fehlenden Tagesdaten der 

M2-Geldmenge sowie der US-Staatsausgaben mittels der Interpolationsmethode 

vervollständigt, da hierbei zu unterstellen ist, dass die Entwicklung beider Variablen auch 

zwischen den Veröffentlichungzeitpunkten neuer Daten öffentlich soweit abschätzbar ist 

und somit auf den Finanzmärkten eingepreist wird. Des Weiteren ist der unterstellte 

monetäre Effekt beider Entwicklungen ï eine Erhöhung der im Umlauf befindlichen 

liquiden Mittel ï potenziell unmittelbar auf den Märkten vorhanden, so dass eine 

Fortschreibung der Werte mittels LOCF-Verfahren in diesen Fällen inadäquat erscheint. 

Infolge einer linearen Interpolation werden die Werteveränderungen zwischen den 

Erhebungszeitpunkten linear rückwirkend auf die einzelnen Tagen verteilt. 
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Nach Umsetzung der diskutierten Anpassungen weist der Datenkorpus gemäß des 

folgenden Originalauszugs aus python für jede Variable Daten auf Tagesbasis aus. 

 

Abbildung 22 ï Auszug des Datenkorpus in python (Wertekorpus) 

 

Wie dem Auszug zu entnehmen ist liegen die Rohdaten auf Kurs- respektive Wertebene 

vor. Im Hinblick auf die folgenden Modellierungen ist dies problematisch, da absolute 

Kursentwicklungen infolge von impliziten Trends und Schwankungen gemeinhin keine 

stationären Prozesse darstellen, welche jedoch weite Verfahren der Regressions- sowie 

Zeitreihenanalyse als Anwendungsvoraussetzungen bedingen. Für eine valide Analyse 

müssen die Zeitreihen hiernach einen konstanten Erwartungswert sowie Varianz 

aufweisen, damit die Ergebnisse aus Regressions- und Zeitreihenanalyse valide sind. 

Zur Überführung von nicht-stationären Daten in stationäre Zeitreihen ist die Bildung von 

Differenzen obligatorisch. Angewandt auf das vorliegende Datenmodell treten anstelle 

der absoluten Datenpunkte somit relative Werteveränderungen zum jeweiligen 

Vortageswert. Inhaltlich wird hiermit aus Sicht der abhängigen Variable von einer Kurs- 

auf eine Renditebetrachtung gewechselt. Nachfolgende Übersicht skizziert die 

notwendigen Anpassungen der Variablen. 












































































































































































































































































